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RESUMEN 

El contenido de humedad del suelo es un parámetro ampliamente utilizado para determinar 

la condición de salud del suelo y su aptitud para promover el crecimiento vegetal. Este 

indicador es de vital importancia para la agricultura sostenible y la gestión del recurso 

hídrico. Los métodos estándar para su medición, como el gravimétrico, ofrecen alta precisión 

local pero son costosos, lentos y carecen de representatividad espacial y temporal para escalas 

operativas. Los sensores remotos surgen como alternativa, destacando el radar de apertura 

sintética (SAR, por sus siglas en inglés), en particular con microondas de banda C (como el 

satélite Sentinel-1), por su capacidad de penetrar la cubierta nubosa y varios centímetros en 

el suelo, proporcionando una medida más directa de la humedad del suelo que los sensores 

ópticos, si se obtiene una adecuada calibración. 

Actualmente, existen modelos que utilizan datos de SAR, los cuales pueden ser utilizados 

para la determinación de la humedad del suelo, divididos en modelos semi-empíricos (Oh-

2004) y modelos físicos (Modelo de Ecuación Integral o IEM, por su siglas en inglés). Esta 

investigación valida y genera una metodología para la utilización de estos modelos en suelos 

agrícolas de la provincia de Guanacaste, Costa Rica con una resolución de 10 m y humedades 

en los primeros 5 cm del suelo. Se integraron mediciones de campo de alta resolución, 

incluyendo rugosidad direccional del suelo obtenida con LiDAR, textura del suelo y humedad 

volumétrica para la validación de los modelos. Adicionalmente, se desarrolló una base de 

datos optimizada en PostgreSQL con parámetros precalculados del modelo IEM modificado 

por Baghdadi, acelerando la simulación de retrodispersión. 

El modelo físico (IEM_B) logró una correlación moderada (R ≈ 0,74) y un error cuadrático 

medio (RMSE) cercano al 8% con respecto a las mediciones in situ de humedad. Se identificó 

una tendencia a sobrestimar la humedad en suelos con contenidos de humedad menores a 

10% y subestimarla en suelos con humedades mayores a 45%. Estos resultados demuestran 

la viabilidad operativa del SAR para monitorear el contenido de humedad de suelo en la 

región, superando las limitaciones de los métodos tradicionales, proporcionando además, 

protocolos de calibración mejorados mediante LiDAR y una herramienta de base de datos 

eficiente para la implementación práctica y automatizada de modelos que utilizan los datos 

de SAR. 

Palabras clave: SAR, humedad del suelo, LIDAR, automatización, Observación de la Tierra, 

modelo físico.  
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1. INTRODUCCIÓN 

El contenido de humedad del suelo es un parámetro crítico que determina no solo la 

condición de salud del suelo, sino también su capacidad para soportar la 

productividad agrícola y gestionar adecuadamente los recursos hídricos. Este factor 

afecta directamente procesos esenciales como la germinación, el crecimiento vegetal 

y la disponibilidad de nutrientes, lo cual subraya su importancia para una agricultura 

sostenible y eficiente [1], [2]. Tradicionalmente, la determinación precisa de la 

humedad del suelo se ha basado en métodos gravimétricos que, si bien ofrecen alta 

precisión, presentan limitaciones significativas debido a su costo elevado, lentitud 

operativa y escasa representatividad espacial y temporal [3]. 

En este contexto, la teledetección surge como una alternativa para superar las 

limitaciones de los métodos tradicionales, ofreciendo datos espacial y temporalmente 

continuos sobre grandes áreas [4], [5]. Particularmente, los sensores remotos basados 

en radar de apertura sintética (SAR, por sus siglas en inglés) destacan por su 

capacidad para penetrar la cubierta nubosa y proporcionar mediciones más robustas 

y directas del contenido de humedad superficial del suelo en comparación con los 

sensores ópticos. Entre estos sensores, la misión Sentinel-1, operando en banda C 

(frecuencia de 5,405 GHz), se ha convertido en una fuente clave para investigaciones 

hidrológicas y agrícolas debido a su alta resolución espacial, frecuencia de revisita 

relativamente alta y, con una penetración de 5 cm en el suelo [6]. 

Diversos estudios han abordado el uso de SAR en la agricultura e hidrología, 

implementando modelos semiempíricos y físicos para estimar la humedad del suelo 

[7], [8], [9], [10], [11]. Estos modelos utilizan parámetros específicos del suelo como la 

rugosidad superficial (HRMS), constante dieléctrica y la humedad volumétrica (MV), 

junto con variables propias del sensor como el ángulo de incidencia y la polarización. 

Sin embargo, la precisión de estas estimaciones está condicionada por la correcta 

caracterización de las propiedades edáficas y la adecuada calibración local de los 

modelos utilizados. Esto resalta la importancia de desarrollar estudios específicos que 

consideren las particularidades de las áreas donde se pretende aplicar dichos modelos, 

ya que las condiciones propias de cada sitio pueden influir significativamente en la 

fiabilidad de los resultados obtenidos mediante sensores remotos y modelos de 

retrodispersión SAR. [12]. 

En Costa Rica, particularmente en la provincia de Guanacaste, la agricultura 

enfrenta condiciones climáticas extremas caracterizadas por una marcada 

estacionalidad, con largos periodos secos y cortos periodos húmedos [13]. Estas 
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condiciones aumentan la necesidad de herramientas precisas para el monitoreo 

continuo de la humedad del suelo que permitan optimizar el manejo hídrico y 

agrícola. A pesar de la relevancia del tema, la literatura aún presenta vacíos 

significativos respecto a la validación y adaptación local de los modelos SAR en 

contextos agrícolas específicos de la región [14], [15], [16]. 

La presente investigación busca llenar esta brecha científica mediante el desarrollo y 

validación de metodologías para el uso del radar Sentinel-1 en la estimación precisa 

de humedad del suelo en fincas agrícolas de Guanacaste. Se evaluaron dos modelos  

de retrodispersión, el semiempírico Oh-2004 y el físico IEM modificado por Baghdadi 

[7], [17], combinados con mediciones de rugosidad direccional del suelo obtenidos 

mediante sensores LiDAR y textura del suelo. Además, se implementó una base de 

datos optimizada en PostgreSQL, facilitando la consulta rápida y eficiente de los 

parámetros del modelo IEM. 

En este trabajo se propone y valida una estrategia integral para calibrar y aplicar 

datos SAR en la determinación del contenido de humedad en suelos agrícolas 

desnudos de Guanacaste.  Específicamente, se pretende cuantificar variables edáficas 

críticas para la aplicación de los modelos de retrodispersión, validar estos modelos 

con datos obtenidos in situ y analizar la variabilidad espacial y temporal del 

contenido de humedad en el área de estudio. 

La presente investigación contribuye al fortalecimiento de las capacidades locales para 

el monitoreo y gestión del contenido de humedad del suelo en sistemas agrícolas de 

Guanacaste, mediante la integración de datos de SAR con mediciones de campo y 

herramientas computacionales eficientes. El desarrollo de metodologías adaptadas a 

las condiciones edáficas y climáticas específicas de la región permitirá optimizar la 

aplicación de modelos semiempíricos y físicos de retrodispersión, proporcionando una 

base sólida para la planificación hídrica, el manejo sostenible de los recursos y la 

toma de decisiones agronómicas más precisas en contextos de agricultura intensiva y 

extensiva.  
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2. OBJETIVOS 

2.1. Objetivo general 

Desarrollar una metodología para la calibración y uso de los datos de radar de 

apertura sintética en la medición del contenido de humedad del suelo en fincas 

ubicadas en Guanacaste. 

2.2. Objetivos específicos 

1. Cuantificar variables del suelo en terrenos agrícolas desnudos para utilizarlas en 

los modelos de retrodispersión de Sentinel-1. 

2. Evaluar el modelo de retrodispersión Oh-2004 y el Modelo de Ecuación Integral 

modificado por Baghdadi (IEM_B) con las mediciones in-situ para validarlos 

respecto a las mediciones de radar. 

3. Analizar la variabilidad espacial y temporal del contenido de humedad del suelo 

generado a partir de los datos de radar en la zona de estudio. 
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3. MARCO TEÓRICO 

3.1.  Uso de radar en la agricultura e hidrología  

En aplicaciones de teledetección, las diferentes bandas del espectro electromagnético 

son utilizadas para medir la humedad del suelo [18]. Las bandas más comúnmente 

empleadas son las del infrarrojo cercano (NIR, por sus siglas en inglés) que abarca 

longitudes de onda entre 780 y 2500 nm, y las de microondas, cuyo rango va desde 1 

mm hasta 1 m. 

 El NIR se utiliza para medir la reflectancia de la superficie del suelo, que está 

relacionada con la humedad del suelo debido a que la humedad afecta la capacidad 

del suelo para reflejar la luz [4]. Por otro lado, las microondas penetran en el suelo 

aproximadamente 5 cm y se refleja de manera diferente en función de la cantidad de 

agua presente en el suelo, atenuando la señal, lo que permite una medición más 

directa y precisa de la humedad del suelo [18]. 

Además de las bandas del NIR y las microondas, se utilizan otras bandas del espectro 

electromagnético, como el infrarrojo térmico y el visible, para obtener información 

adicional sobre la humedad del suelo y otros parámetros relacionados, como la 

temperatura del suelo y la vegetación [4]. Sin embargo, en condiciones de nubosidad 

sobre un área de estudio solamente es posible utilizar las microondas. 

Las aplicaciones del sensoramiento remoto en la agricultura y la hidrología basadas 

en datos de humedad del suelo son diversas. Por ejemplo, la monitorización de la 

humedad del suelo puede ayudar en la planificación del riego, permitiendo una 

aplicación precisa y eficiente del agua en función de las necesidades del cultivo y las 

condiciones del suelo. Esto puede contribuir a la reducción del consumo de agua, la 

minimización de la lixiviación de nutrientes y la prevención del estrés hídrico en los 

cultivos, mejorando la productividad agrícola y reduciendo los costos de producción 

[19]. 

Además de la planificación del riego, la información sobre la humedad del suelo 

obtenida a través de la sensoría remota también se ha utilizado en la predicción de 

la disponibilidad de agua en las cuencas hidrográficas [5]. La monitorización de la 

humedad del suelo también se ha utilizado en la detección temprana de la sequía y 

la evaluación del impacto del cambio climático en los patrones de humedad del suelo 

[20]. 
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3.2.  Descripción y modo de operación del satélite Sentinel -1 

La misión Sentinel-1 está formada por dos satélites, Sentinel-1A y Sentinel-1B, que 

operan un radar de apertura sintética (SAR) en la banda C (5,405 GHz) para obtener 

imágenes de la superficie terrestre y oceánica [21]. El satélite Sentinel-1A se lanzó el 

3 de abril de 2014 y el satélite Sentinel-1B el 25 de abril de 2016. Ambos satélites se 

operan en una órbita polar heliosíncrona a una altitud de unos 693 km y tienen una 

revisita global de seis días entre el par de satélites, y 12 días para un solo satélite 

[22]. En la Tabla 1 se presenta las características técnicas del Sentinel-1. 

Tabla 1. Parámetros de sistema de Sentinel -1 [22]. 

Parámetros de sistema Valor 

Frecuencia del radar 5,405 GHz 

Potencia pico de RF 4,141 kW 

Rango de ángulo de incidencia 20°a 46° 

Dirección de visualización Derecha 

Longitud de antena 12,3 m 

Ancho de haz de azimut 0,23° 

Rango de dirección de haz de azimut -0,9° a +0,9° 

Ancho de antena 0,82 m 

Ancho de haz de elevación 3,43° 

Rango de dirección de haz de elevación -13,0° a +12,3° 

Ancho de banda máximo de rango 100 MHz 

Rango de frecuencia de repetición de pulso 

(PRF) 
1000 Hz a 3000 Hz 

Opciones de polarización Única (HH, VV), Dual (HH+HV, VV+VH) 

Dirección de actitud 
Dirección de cero-Doppler y dirección de 

balanceo 

Los satélites de la misión Sentinel-1 tienen diferentes modos de adquisición 

dependiendo de las circunstancias de operación y la relevancia que tengan las áreas 

monitoreadas [23]. Los diferentes modos son: a) el "Stripmap Mode" (SM) el cual es 

utilizado en circunstancias particulares como deslizamientos e inundaciones y puede 

trabajar a resolución completa (FR), alta resolución (HR) y media resolución (MR); 

b) "Interferometric Wide Swath Mode" (IW) el cual es el modo más utilizado con 

datos disponibles a resolución alta y media; c) "Extra-Wide Swath Mode" (EW) el 

cual ofrece las mismas resoluciones que el modo anterior; d) "Wave Mode" (WV) del 

cual se obtienen datos únicamente en resolución media [22], [24]. En la Tabla 2 se 

presenta las características principales de cada uno de los modos de adquisión que 

presenta el satélite. 
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Tabla 2.  Principales características de los modos de adquisición del Sentinel-1 [22]. 

  SM IW EW 
  S1 S2 S3 S4 S5 S6   

GRD FR 

Ancho de franja (km) 80 80 80 80 80 80 250 400 

Resolución en rango 

terrestre (m) 
8,1 8,4 8,8 9 9,2 9,2   

Resolución de acimut (m) 8,1 8,7 8,8 8,9 8,9 9,1   

Número total de vistas 4 4 4 4 4 4   

Espaciado de píxel (m) 4 4 4 4 4 4   

GRD HR 

Resolución en rango 

terrestre (m) 
21,4 22,2 23,1 23,7 24,2 24,4 20,3 49,3 

Resolución de acimut(m) 21,3 23 23,2 23,6 23,4 24 21,8 50,4 

Número total de vistas 36 36 36 36 36 36 5 3 

Espaciado de píxel (m) 10 10 10 10 10 10 10 25 

GRD MR 

Resolución en rango 

terrestre (m) 
78 80,7 84,1 86,4 87,9 88,7 87,8 91,1 

Resolución de acimut (m) 77,3 83,8 84,4 85,7 85 87,4 89,2 88,3 

Número total de vistas 484 484 484 484 484 484 110 12 

Espaciado de píxel (m) 40 40 40 40 40 40 40 40 

 

3.3.  Evaluación de contenido humedad del suelo basado en el uso de modelos 

empíricos y semi empíricos  

En el estudio de la humedad del suelo a partir de mediciones con ondas microondas 

se ha podido determinar las variables que más afectan la retrodispersión de la señal. 

El estudio realizado por Chunfeng, Xi y Shuguo [25] consideró las principales 

variables que determinan la condición de un suelo, con el fin de realizar un análisis 

global de sensibilidad utilizando la ecuación IEM.  

Chunfeng, Xi y Shuguo identificaron que la rugosidad de la superficie (HRMS = 0,79–

0,84 cm) es el parámetro con mayor influencia, ya que su índice de sensibilidad (SI) 

aumenta conforme crece la rugosidad. La humedad del suelo (MV = 0,122 %) también 

se mostró como un parámetro sensible, con una variación de sensibilidad a lo largo 

de distintos rangos de humedad para la estimación del coeficiente de retrodispersión. 

En tercer lugar, la longitud de correlación (L = 0,039) y la función de autocorrelación 

(ACF) tuvieron un impacto menor, destacando que la función exponencial refleja 
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mejor el comportamiento de la sensibilidad de estos parámetros. Variables como la 

textura del suelo (fracción de arcilla y arena) y la porosidad no se detectaron como 

parámetros sensibles [25]. 

El estudio presentado por Ettalbi et al. [8] implementa modelos de inteligencia 

artificial para la estimación de la humedad en el suelo desnudo (con poca vegetación) 

a partir de la formulación del modelo de ecuación integral (IEM) del coeficiente de 

retrodispersión (σ): 
 𝜎 = 𝐼𝐸𝑀(𝜃, 𝜆, 𝑃𝑜𝑙, 𝑀𝑉, 𝐻𝑅𝑀𝑆) ( 1) 

 

donde: 

• σ: coeficiente de retrodispersión (adimensional) 

• θ: ángulo de incidencia (°) 

• λ: longitud de onda (cm) 

• Pol: polarización (VV o VH) 

• MV: humedad del suelo (vol. %) 

• HRMS: altura media cuadrática de la rugosidad superficial (cm) 

A partir de la inversión de la ecuación (1), los autores realizan el entrenamiento de 

la red neuronal al ingresar los datos obtenidos en la siguiente función: 

 
𝑀𝑉 = 𝐼𝐸𝑀−1(𝜎, 𝜃, 𝐻𝑅𝑀𝑆) 

 
 ( 2) 

la cual es usada para entrenar los algoritmos de aprendizaje automático partir de los 

datos de radar utilizando la inversión del modelo IEM y validándolos con respecto a 

los datos verdaderos, y han sido capaces de estimar la humedad del suelo con rangos 

de incertidumbre entre 0,075 y 0,093 m3/m3 [26]. 

El rango de validez permitido para utilizar el modelo IEM son valores encontrados 

comúnmente en terrenos agrícolas [7] y relacionan el número de onda del radar 

(k=2π/λ), el HRMS, así como la longitud de correlación (L). El rango de validez se 

expresa de la siguiente manera: 

  𝑘 𝐻𝑅𝑀𝑆 ≤ 3 

(
(𝑘 𝐻𝑅𝑀𝑆 𝑐𝑜𝑠𝜃)2

√0,46𝑘𝐿
)𝑒−√0,92𝑘𝐿(1−𝑠𝑖𝑛𝜃) < 0,25 

 ( 3) 

Diversas investigaciones realizadas en cuanto a la medición de humedad a partir de 

datos de radar se han centrado únicamente en la condición de suelo desnudo debido 

a la facilidad de detección y medición de sus propiedades directas, así como por 

simplificación en los modelos utilizados para este fin [7], [11], [27]. Por esta razón, los 

estudios se suelen apoyar con datos extraídos de la misión Sentinel-2 para calcular el 

Índice de Vegetación de Diferencia Normalizada (NDVI), y así detectar las zonas con 
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vegetación parcial o menor, es decir NDVI < 0,4 [10]. Este dato se utilizó con el fin 

de realizar el cálculo de coeficiente de retrodispersión únicamente a las zonas de 

interés detectadas para el umbral de NDVI asignado. 

Otro de los modelos comúnmente utilizados es el de Oh, el cual es un modelo empírico 

que establece una conexión entre la retrodispersión y la humedad del suelo [10]. Es 

importante destacar que el modelo Oh-2004 mejora la relación de polarización 

cruzada (q) en comparación con su predecesor de 2002 [9], [10]. La rugosidad de la 

superficie se caracteriza utilizando un único parámetro HRMS, sin tener en cuenta la 

longitud de correlación (L) [7]. 

El rango de validez para la utilización del modelo Oh se ha definido en: 0,13 ≤ kHRMS 

≤ 6,98, 4 ≤ MV (vol. %) ≤ 29,1, y 10° ≤ θ ≤ 70° [7]. Modelos más complejos incluyen 

zonas con cobertura vegetal para la estimación de la humedad en el suelo [10]. En 

estos casos se recomienda la utilización de modelo de nube de agua (WCM) con el 

fin de incorporar el suelo con vegetación en los cálculos de retrodispersión evaluados 

[9], [10]. 

3.3.1. Modelo Oh-2004 

El modelo de Oh se construyó basándose en una combinación de modelos teóricos, 

mediciones de dispersómetro y observaciones de radar de apertura sintética 

aerotransportado (SAR) [17]. Fue diseñado para ser aplicable a una amplia gama de 

superficies de suelo desnudo. El modelo de Oh establece una conexión entre la relación 

copolarizada (p = σ0
HH/σ0

VV), la relación de polarización cruzada (q = σ0
HV/σ0

VV) 

y diversos parámetros, como el ángulo de incidencia (θ), el número de onda (k = 

2π/λ donde λ representa la longitud de onda), la rugosidad superficial (HRMS), y la 

humedad del suelo (MV) o la constante dieléctrica (εr) como se muestra en las 

ecuaciones (4), (5) y (6). 

 

    𝑝 =
𝜎0

𝐻𝐻

𝜎0
𝑉𝑉

= 1 − (
𝜃

90
)

0,35𝑀𝑉 −0,65

𝑒−0,4(𝑘 𝐻𝑅𝑀𝑆) 1,4
 

 ( 4) 

 
  𝑞 =

𝜎0
𝐻𝑉

𝜎0
𝑉𝑉

= 0,095(0,13 + sin 1,5𝜃)1,4(1 − 𝑒−1,3(𝑘 𝐻𝑅𝑀𝑆) 0,9
)  ( 5) 

 
𝜎 0

𝐻𝑉 = 0,11𝑀𝑉0,7 cos2,2 𝜃 (1 − 𝑒−0,32(𝑘 𝐻𝑅𝑀𝑆) 1,8
)  ( 6) 

3.3.2. Modelo físico IEM modificado por Baghdadi 

El Modelo de Ecuación Integral (IEM) [28], es un modelo físico que toma en cuenta 

la caracterización de las propiedades del suelo, incluyendo la constante dieléctrica 

(εr), la rugosidad superficial del suelo (HRMS), la forma de la función de correlación, 
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y la longitud de correlación (L). Además, el IEM tiene en cuenta parámetros 

específicos del sensor, como el ángulo de incidencia (θ), la polarización (pq con p, q 

= H o V) y el número de onda del radar (k). En suelos desnudos el coeficiente de 

retrodispersión para polarización HH o VV se expresa en la ecuación 7. 

 

 𝜎 0
𝑝𝑝 =

𝑘

2
|𝑓𝑝𝑝|

2
𝑒−4𝑘2𝐻𝑅𝑀𝑆2 cos2 𝜃 ∑

(4𝑘2𝐻𝑅𝑀𝑆 2 cos2 𝜃)𝑛

𝑛!

+∞

𝑛=1

𝑊 (𝑛)(2𝑘 sin 𝜃 , 0) 

+
𝑘

2
𝑅𝑒(𝑓𝑝𝑝

∗ 𝐹𝑝𝑝)𝑒−3𝑘2 𝐻𝑅𝑀𝑆2 cos2 𝜃 ∑
(4𝑘2𝐻𝑅𝑀𝑆2 cos2 𝜃)𝑛

𝑛!

+∞

𝑛=1

𝑊(𝑛)(2𝑘 sin 𝜃 , 0) 

+
𝑘

8
|𝐹𝑝𝑝|

2
𝑒−2𝑘2𝐻𝑅𝑀𝑆2 cos2 𝜃 ∑

(𝑘2𝐻𝑅𝑀𝑆2 cos2 𝜃)𝑛

𝑛!

+∞

𝑛=1

𝑊(𝑛)(2𝑘 sin 𝜃 , 0) 

 

( 7) 

donde: 

 

 𝑓ℎℎ =
−2𝑅ℎ

cos𝜃
; 𝑓𝑣𝑣 =

2𝑅𝑣

cos𝜃
  ( 8) 

 

  𝑅ℎ =
𝜇𝑟 cos 𝜃−√𝜇𝑟𝜀𝑟−sin2 𝜃

𝜇𝑟 cos 𝜃+√𝜇𝑟𝜀𝑟−sin2 𝜃

 : Coeficiente de Fresnel en polarización horizontal  ( 9) 

 

  𝑅𝑣 =
𝜀𝑟 cos 𝜃−√𝜇𝑟𝜀𝑟−sin2 𝜃

𝜀𝑟 cos 𝜃+√𝜇𝑟𝜀𝑟−sin2 𝜃

 : Coeficiente de Fresnel en polarización vertical  ( 10) 

 
 𝐹ℎℎ = 2

sin2 𝜃

cos𝜃
[4𝑅ℎ − (1 −

1

𝜀𝑟

) (1 + 𝑅ℎ)2]  ( 11) 

 

 𝐹𝑣𝑣 = 2
sin2 𝜃

cos𝜃
[(1 −

𝜀𝑟 cos2 𝜃

𝜇
𝑟
𝜀𝑟 − sin2 𝜃

) (1 − 𝑅𝑣)2 + (1 −
1

𝜀𝑟

) (1 + 𝑅𝑣)2]  ( 12) 

𝜇𝑟: permitividad relativa 

Re: parte real del número complejo 

𝑓𝑝𝑝
∗ : conjugado del número complejo 𝑓𝑝𝑝 

𝑊(𝑛) : la transformada de Fourier de la n-ésima potencia de la función de correlación 

de superficie ρ(x, y) 

Como indica Choker, et al. [7], la función de correlación es exponencial para 

superficies de baja rugosidad y Gaussiano para superficies de alta rugosidad. Para 

perfiles unidimensionales, la función se define como: 

 
 𝑝(𝑥) = 𝑒−(

𝑥

𝐿
)
: exponencial 

        = 𝑒
−(

𝑥

𝐿
)

2

: Gaussiano 

 ( 13) 
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Además, Baghdadi y Zribi [15] propusieron diversas ecuaciones de calibración que 

permiten calcular la longitud de correlación (Lopt) a partir de parámetros como 𝜃 

(23° < 𝜃 < 57°), HRMS, polarización y longitud de onda del radar [7]. 

Específicamente para la banda C, la longitud de correlación optimizada se define 

como: 

 

 {

𝐿 𝑜𝑝𝑡(𝐻𝑅𝑀𝑆, 𝜃, 𝐻𝐻) = 0,162 + 3,006(𝑠𝑖𝑛 1,23𝜃)−1,494 𝐻𝑅𝑀𝑆

𝐿𝑜𝑝𝑡(𝐻𝑅𝑀𝑆,𝜃, 𝐻𝑉) = 0,9157 + 1,2289(𝑠𝑖𝑛 0,1543𝜃)−0,3139 𝐻𝑅𝑀𝑆

𝐿 𝑜𝑝𝑡(𝐻𝑅𝑀𝑆,𝜃, 𝑉𝑉) = 1,281 + 0,134(𝑠𝑖𝑛 0,19𝜃)−1,59𝐻𝑅𝑀𝑆

  ( 14) 

donde θ está en radianes, y HRMS y Lopt están en centímetros. 

Con esta modificación, los autores proponen que la función de correlación sea de tipo 

gaussiana para resolver 𝑊(𝑛) . Por lo tanto, la solución analítica, según los autores, 

de este operador es: 

 
𝑊(𝑛)(2𝑘 sin θ , 0) =

π𝐿2

𝑛
exp (−

(𝑘𝐿 sin θ)2

𝑛
)  ( 15) 

 

3.4.  Tecnología LiDAR y su aplicación en caracterización de rugosidad 

superficial 

La tecnología LiDAR (del inglés Light Detection and Ranging) es un sistema de 

teledetección activo basado en la emisión de pulsos de luz láser hacia la superficie 

estudiada. Al medir el tiempo de vuelo (time-of-flight) de cada pulso reflejado, el 

sistema calcula la distancia entre el sensor y los objetos del terreno [29], [30]. Como 

el LiDAR registra simultáneamente la posición y orientación de la plataforma (gracias 

a GPS e INS precisos), cada retorno se convierte en un punto con coordenadas 

tridimensionales (X,Y,Z) georreferenciadas. El resultado es una nube de puntos densa 

de la superficie, que conforma un modelo digital del terreno (MDT o MDE) con 

mediciones exactas en X, Y y Z. Al ser un sensor activo, el LiDAR no depende de la 

luz solar ni de condiciones diurnas, por lo que puede operar de día o de noche y 

penetrar en cierta medida la vegetación (mediante múltiples devoluciones del pulso) 

[29], [30]. 

Los sistemas LiDAR se han convertido en potentes herramientas para cuantificar la 

rugosidad de la superficie del suelo, un parámetro que influye en los procesos 

hidrológicos [31]. Sin embargo, persisten los retos operativos a la hora de traducir las 

nubes de puntos sin procesar en métricas de HRMS. Los datos LiDAR tomados sobre 

el terreno a menudo contienen características extrañas (como partes del cuerpo de la 
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persona que realiza la medición o artefactos de equipos) que introducen errores, 

mientras que las variaciones direccionales en los patrones de labranza requieren un 

análisis específico en cada eje [32]. 

El sistema LiDAR típico consta de una plataforma de adquisición (que puede ser 
aérea, terrestre o móvil), un escáner láser rotativo o conjunto de láseres, y sistemas 

de posicionamiento GPS/INS [30]. Existen diversas modalidades: LiDAR 

aerotransportado (montado en aviones, helicópteros o drones) y LiDAR terrestre, ya 

sea estático (sobre trípode) o móvil (en vehículos equipados). Además, la 

miniaturización tecnológica ha dado lugar a LiDAR de estado sólido de bajo costo y 

alcance limitado (integrados en smartphones), que utilizan matrices de diodos láser 

VCSEL y detectores SPAD en lugar de mecanismos rotatorios [33]. Estos LiDAR 

sólidos emiten cientos de puntos simultáneamente (por ejemplo, los sensores LiDAR 

de iPhone tienen una matriz global de 576 puntos), aunque con rango efectivo 

reducido (≈5 m) [33]. En cualquier caso, todos los LiDAR generan conjuntos de 

puntos masivos que pueden procesarse para crear modelos 3D precisos de la 

superficie. 

Una vez adquiridos los datos LiDAR, se procesan para construir un Modelo Digital 

del Superficie (MDS). Sobre este modelo se pueden calcular diversos parámetros de 

rugosidad superficial. La rugosidad superficial caracteriza las irregularidades locales 

de la superficie respecto a un perfil ideal o plano de referencia, y tiene implicaciones 
prácticas (por ejemplo, afecta la fricción, el flujo atmosférico o la calidad de rodadura) 

[34], [35]. A partir del MDS obtenido con LiDAR es posible computar índices 

estadísticos clásicos de rugosidad: desviaciones típicas de altura, pendientes o 

curvaturas, índices geométricos (distancia pico-valle, curtosis, etc.), o incluso evaluar 

la respuesta dinámica (p.ej. aceleraciones vehiculares) [36].  

En investigaciones recientes, se ha mostrado que el LiDAR permite capturar con 

detalle la microtopografía del terreno. Por ejemplo, Brubaker et al. [36] compararon 

LiDAR de baja y alta densidad puntual y comprobaron que en ambos casos se pueden 

modelar las irregularidades microtopográficas a gran escala. De hecho, encontraron 

que mayor densidad de puntos no siempre mejora el modelado de la rugosidad en sí, 

resaltando que algoritmos de interpolación y filtrado adecuados pueden ser más 

determinantes que la simple cantidad de puntos. 

En aplicaciones ingenieriles, el LiDAR ha demostrado ser eficaz en la caracterización 

de la rugosidad de superficies de diverso tipo. En pavimentos de carreteras, por 

ejemplo, De Blasiis et al. [35] utilizaron un LiDAR móvil para obtener un MDS de la 

calzada y calcular el Índice Internacional de Rugosidad (IRI). Compararon esos 

valores con los obtenidos mediante un perfilómetro convencional y hallaron alta 
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correlación: los tramos clasificados como de alta rugosidad por el perfilómetro 

coincidieron con los identificados por el LiDAR [35]. Esto demuestra que el LiDAR 

puede generar perfiles longitudinales equivalentes a los metodológicos, permitiendo 

un análisis de redes viales a nivel de plan de mantenimiento. De modo similar, en 

estudios de suelos y geomorfología el LiDAR se ha usado para mapear la rugosidad 

y microtopografía con alto detalle [35], [36]. En todos estos casos, el LiDAR ofrece la 

ventaja de medir superficies completas de forma remota y rápida, en contraste con 

técnicas tradicionales puntuales o de contacto. 

3.5. LiDAR integrado en iPhone 12 Pro Max: alcance y precisión en mediciones 

a corta distancia 

El sensor LiDAR de estado sólido integrado en dispositivos como el iPhone 12 Pro 

Max permite obtener nubes de puntos 3D de la superficie a distancias relativamente 
cortas. A diferencia de sistemas LiDAR tradicionales, este sensor tiene un rango 

operativo limitado (aprox. 0,2 m hasta 5 m) [37], adecuado para aplicaciones de 

detalle a pequeña escala. Emplea un emisor VCSEL con matriz de 576 puntos y un 

detector SPAD para medir tiempos de vuelo, generando un mapa de profundidad de 

256×192 puntos a 60 Hz mediante la plataforma ARKit de Apple [38]. La precisión 

nominal del LiDAR del iPhone se encuentra en el orden de centímetros: pruebas 

independientes indican errores de medición típicos de entre 1 cm (a distancias muy 

cortas) y 5 cm (cercano al alcance máximo de 5 m) [37]. Esta exactitud centimétrica 

es notable para un sensor de bajo costo, aunque inferior a la de escáneres láser 

topográficos profesionales (los cuales logran errores milimétricos). No obstante, para 

estudios de microtopografía superficial, el LiDAR del smartphone ofrece una 

resolución suficiente al capturar variaciones locales del terreno en tres dimensiones 

de forma rápida y georreferenciada. 

El comportamiento del error en la medición depende fuertemente de la distancia 

sensor-objeto. A distancias extremadamente cortas (≈0,05-0,10 m, por debajo del 

rango recomendado), el rendimiento del sensor decae: se han registrado desviaciones 

promedio de 2 cm a 5 cm de distancia y 1,7 cm a 10 cm [39], lo cual representa 

errores porcentuales considerables dada la proximidad. Al aumentar la distancia 

dentro del rango eficaz, el error absoluto tiende a estabilizarse en unos pocos 

centímetros. Por ejemplo, en mediciones estáticas de superficies cercanas (0,3-0,5 m), 

es factible lograr errores del orden de 1-2 cm bajo condiciones favorables [40]. En 

rangos intermedios alrededor de 1 m, diversos estudios han encontrado desviaciones 

RMS típicamente entre 2 y 3 cm respecto a equipos de referencia [40]. Hacia el límite 

superior (2-5 m), la incertidumbre aumenta gradualmente, acercándose a 4-5 cm de 

error a 5 m [37], y la densidad/fiabilidad de los puntos disminuye. De hecho, se ha 

observado que más allá de 2–3 m la calidad de los datos decae significativamente: en 

un experimento, al pasar de 1 m a 2 m el error relativo en la medición aumentó a 
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aproximadamente 11%, y a 3 m las lecturas resultaron prácticamente inutilizables 

debido al ruido [38]. Esto limita el LiDAR del iPhone a aplicaciones de corto alcance, 

siendo ideal para levantar superficies locales (por ejemplo, parcelas de terreno) pero 

menos preciso para objetivos a varios metros de distancia. 

Además de la distancia, las características de la superficie medida (reflectividad y 

textura) influyen en la exactitud obtenida. El LiDAR del iPhone opera con luz 

infrarroja cercana, por lo que superficies de baja reflectancia (materiales muy oscuros 

o húmedos) tienden a devolver señales débiles y producen nubes de puntos ruidosas 
o incompletas [41]. En pruebas de laboratorio, por ejemplo, se observó que objetos 

con acabado negro generaron menos del 10% de los puntos esperados en comparación 

con superficies claras a la misma distancia [41]. En cambio, superficies altamente 

reflectivas o de color claro (p. ej., madera clara, plástico, metal) devuelven una señal 

más intensa, mejorando la densidad de puntos y la precisión de la medición [41].  

En el contexto de un suelo desnudo, su reflectividad dependerá de factores como el 

color del sedimento y la humedad: un terreno seco y claro reflejará mejor la luz 

infrarroja que uno oscuro o mojado. Por ello, al caracterizar la rugosidad superficial 
del suelo con LiDAR de iPhone, es importante considerar estas propiedades, distancia 

de escaneo y reflectividad del suelo, ya que distancias cortas (≤1 m) sobre superficies 

bien reflectantes brindarán las mediciones más confiables, con errores en el rango de 
centímetros, mientras que mediciones a mayor distancia o sobre suelos poco 

reflectivos tendrán mayores incertidumbres. 

3.6.  Comportamiento dieléctrico de los suelos húmedos en el espectro de 

microondas 

El estudio de las propiedades dieléctricas de los suelos en microondas se basa en la 

interacción de las ondas electromagnéticas con los componentes del suelo, 

específicamente el contenido de agua, la textura del suelo y la temperatura. Esta área 

de investigación examina principalmente las constantes dieléctricas de mezclas de 

suelo y agua en diversas frecuencias, lo cual es fundamental para la teledetección y 

el monitoreo ambiental [12].  

El estudio realizado por Hallikainen et al. [12] destaca que las constantes dieléctricas 

varían con la frecuencia y los niveles de humedad, mostrando una tendencia 

ascendente a medida que aumenta la humedad.  Además, los autores destacan que 

las discrepancias en investigaciones previas son debidas a las diferencias en las 

técnicas de medición y preparación de las muestras de suelos, subrayando la 

complejidad de modular con precisión las propiedades dieléctricas del suelo. Esto 

hace necesaria la elaboración de modelos empíricos más refinados que puedan 

adaptarse a varios tipos de suelo, niveles de humedad y factores ambientales externos 

incluidos los cambios de temperatura [12]. 
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Los modelos empíricos desarrollados en el estudio anterior proporcionan expresiones 

polinomiales para describir el comportamiento dieléctrico de suelos húmedos en 

función de parámetros específicos del suelo, como el contenido volumétrico, el 

contenido de arena y de arcilla, en diversas frecuencias de microondas. Estos modelos 

muestran fuertes correlaciones (r2 = 0,975 para humedad gravimétrica y r2 = 0,996 

para humedad volumétrica) entre las medidas reales y predichas, demostrando la 

efectividad de utilizar expresiones polinomiales para modelar el comportamiento 

dieléctrico a diferentes texturas y niveles de humedad del suelo. Estos modelos son 

dependientes de la frecuencia y permiten calcular tanto la parte real (ε’) como la 

parte imaginaria (ε’’) de la constante dieléctrica. Algunos de los principales hallazgos 

de la investigación son: 

• Impacto de la textura del suelo: La constante dieléctrica varían con la 

proporción de arena, limo y arcilla en el suelo, siendo estas variaciones menos 

significativas a frecuencias más altas. 

• Influencia del contenido de humedad: La constante dieléctrica generalmente 

aumenta conforme aumenta el contenido de humedad, especialmente a 

frecuencias más bajas, debido a la mayor interacción de las moléculas de agua 

con las señales de microondas. 

• Efectos de la frecuencia y la temperatura: Los cambios de frecuencia y 

temperatura influyen en el comportamiento dieléctrico, con los modelos 

indicando respuestas distintas a través de diferentes texturas del suelo a 

medida que las temperaturas disminuyen por debajo del punto de congelación. 

Para calcular la constante dieléctrica utilizando estos modelos empíricos, se pueden 

emplear lenguajes de programación como Python o MATLAB para resolver las 

expresiones polinomiales, para esto se deben seguir los siguientes pasos. 

Se deben extraer los coeficientes polinomiales para cada frecuencia y tipo de suelo de 

las tablas proporcionadas en el artículo. Estos coeficientes (a0, a1, a2, b0, b1, b2, c0, c1 

y c2) están relacionados con el contenido de arena (S), arcilla (C) y la humedad 

volumétrica (mv). 

La forma general para la constante dieléctrica ε’ o ε’’ es la siguiente: 

 𝜀 = (𝑎0 + 𝑎1𝑆 + 𝑎2𝐶) + (𝑏0 + 𝑏1𝑆 + 𝑏2𝐶)𝑚𝑣 + (𝑐0 + 𝑐1𝑆 + 𝑐2𝐶)𝑚𝑣
2  ( 16) 

Donde: 

• S es el porcentaje de arena 

• C es el porcentaje de arcilla 

• mv es el contenido volumétrico de humedad 
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3.7.  Sitios de estudio e instrumentación utilizada  en estudios previos 

La caracterización precisa de la humedad del suelo en diferentes contextos agrícolas 

y naturales ha sido ampliamente abordada en estudios previos, proporcionando 

información clave sobre la variabilidad espacial y temporal del recurso hídrico. Estos 

estudios sirven como referencia para diseñar metodologías de medición y calibración 

de sensores, así como para comprender la influencia de factores edáficos y de 

cobertura del suelo en la precisión de las estimaciones. 

Por ejemplo, Wang et al. [5] realizó un estudio de humedad del suelo en una cuenca 

semiárida con predominancia de suelos con cobertura forestal, seguido de suelos 

agrícolas, así como pastizales. Durante el transcurso de un año, se utilizó una red de 

34 sensores marca Decagon 5TM distribuidos en un área de 10 000 km2. Para cada 

sitio se colocó 5 sensores a 3, 5, 10 y 20 cm de profundidad y se transmitieron los 

datos a un servidor remoto cada 15 minutos. Dichos sensores fueron calibrados 

utilizando una muestra de suelo para cada perfil y realizando una prueba de secado 

de horno con el fin de conocer el contenido de humedad gravimétrico y la densidad 

aparente de las muestras. Este estudio es relevante para la presente investigación, ya 

que proporciona información sobre el diseño de redes de sensores, la calibración 

precisa y la representatividad espacial de las mediciones de humedad en distintos 

tipos de cobertura del suelo. 

En el caso de Choker et al. [7] se ilustra cómo la caracterización precisa de la humedad 

y la rugosidad del suelo en parcelas homogéneas permite calibrar y validar modelos 

de retrodispersión SAR en condiciones controladas. Se eligieron sitios con una 

superficie homogénea de suelo desnudo con un área de aproximadamente 1 hectárea 

donde se realizaron mediciones de humedad de suelo por método de secado, así como 

con sonda TDR a 5 y 10 cm de profundidad. También se realizaron las mediciones 

de la rugosidad de suelo utilizando un perfilómetro de aguja de 1 m en intervalos de 

2 cm a lo largo y ancho de la dirección de labranza.   

Otros estudios han indicado que la sincronización entre las mediciones in situ y los 

datos satelitales es un factor crítico, recomendando ventanas de adquisición de 1 a 2 

horas para minimizar discrepancias [11]. Asimismo, se ha observado que la densidad 

espacial de los sensores influye en la representatividad de las mediciones, variando 

entre 4,3 sensores/km² en redes densas y 1 sensor/km² en redes de baja densidad. 

Los principales usos de suelo son cultivos y pastizales [11]. 

3.8.  Determinación gravimétrica del contenido de humedad del suelo según 

ASTM D2216-19 

El método gravimétrico para determinar el contenido de humedad del suelo, descrito 

en la norma internacional ASTM D2216-19 [3], consiste en cuantificar la masa de 



25 
 

agua presente en una muestra de suelo mediante la diferencia de masa antes y después 

del secado en un horno. Este procedimiento se basa en la eliminación de agua por 

evaporación bajo condiciones controladas de temperatura, lo cual permite obtener un 

valor preciso del contenido de humedad expresado en base seca (% masa agua 

respecto a masa seca de suelo). 

3.9.  Determinación de la densidad aparente del suelo según ISO 11272:2017  

La densidad aparente del suelo (𝜌𝑏), definida como la relación entre la masa seca de 

una muestra de suelo y su volumen total (incluyendo poros), es un parámetro esencial 

en estudios agronómicos, hidrológicos y ambientales debido a que afecta directamente 

procesos como infiltración, retención de humedad y crecimiento radicular. Para su 

determinación, la norma internacional ISO 11272:2017 establece diversos métodos 

estandarizados, siendo el método del cilindro metálico de volumen conocido uno de 

los más ampliamente utilizados en estudios de campo debido a su simplicidad, 

precisión y representatividad [42]. 

3.10.  Preprocesamiento de imágenes de radar 

Las imágenes SAR requieren diversos procedimientos de preprocesamiento que 

permiten corregir las distorsiones inherentes al método de adquisición. Esto es 

necesario para asegurar que los datos reflejen adecuadamente las propiedades físicas 

del terreno observado [6]. Estos procedimientos incluyen etapas claramente definidas, 

que se detallan a continuación. 

3.10.1. Importación de los datos 

La etapa inicial del preprocesamiento implica cargar los productos de nivel-1 de 

Sentinel-1, en formato SAFE, en el software Sentinel Application Platform (SNAP), 

herramienta desarrollada por la Agencia Espacial Europea (ESA). SNAP realiza la 

lectura integral de los metadatos que incluyen información de adquisición, parámetros 

orbitales, así como factores necesarios para posteriores correcciones radiométricas y 

geométricas [43]. 

3.10.2. Aplicar archivo de órbita 

La corrección orbital se realiza mediante la aplicación de archivos de órbita precisa 

proporcionados por la ESA. Estos archivos contienen vectores orbitales refinados, que 

son más precisos en comparación con las órbitas rápidas originalmente almacenadas 

en los datos adquiridos. La incorporación de estos archivos reduce errores 

posicionales, mejorando significativamente la precisión espacial y facilitando análisis 

multitemporales más precisos [44]. 
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3.10.3. Aplicar eliminación de ruido térmico 

La eliminación del ruido térmico en SNAP utiliza tablas proporcionadas en los 

metadatos del producto Sentinel-1, permitiendo sustraer efectivamente señales de 

fondo introducidas por el instrumento radar, particularmente significativas en 

polarizaciones cruzadas (VH o HV). Esta corrección proporciona una imagen más 

uniforme, especialmente en áreas de baja retrodispersión [45]. 

3.10.4. Eliminación de ruido de borde 

Las imágenes GRD (Ground Range Detected, por su siglas en inglés) suelen presentar 

ruido artificial en sus bordes, generado durante el procesamiento inicial por 

interferencias del sensor radar. El operador específico en SNAP, denominado GRD 

Border Noise Removal, elimina estos efectos no deseados mediante el análisis y 

descarte de píxeles con valores anómalos en los bordes, generando imágenes con una 

calidad radiométrica uniforme en toda su extensión [46]. 

3.10.5. Aplicación de filtros para ruido granular 

El ruido granular (efecto sal y pimienta, o simplemente ruido speckle) es inherente a 

las imágenes SAR, generado por interferencias constructivas y destructivas entre las 

ondas electromagnéticas reflejadas en superficies del terreno dentro del mismo píxel  

[47]. Este tipo de ruido degrada la calidad visual de las imágenes e introduce 

incertidumbre en los análisis cuantitativos, como la estimación de humedad del suelo 

[48]. 

Para mitigar el efecto del speckle, se han desarrollado múltiples filtros de reducción 

basados en ventanas móviles. El filtro Boxcar, o filtro de promedio, reemplaza el valor 

de cada píxel por el promedio simple de los valores en una ventana 𝑁𝑋𝑁, lo que 

reduce significativamente la varianza pero a costa de perder detalles finos y bordes 

[49]. Por su parte, los filtros adaptativos como Lee y Frost consideran estadísticas 

locales para ponderar los píxeles, preservando mejor las estructuras de borde [49], 

[50]. El filtro Lee refinado mejora el rendimiento del filtro clásico al adaptar la forma 

de la ventana y excluir píxeles considerados atípicos dentro de zonas heterogéneas 

[51]. 

Una alternativa robusta es el filtro Lee sigma, que solo promedia los valores de píxeles 

vecinos si están dentro de un rango definido por respecto al valor central, lo cual 

mejora la preservación de bordes [51]. Otros enfoques como el filtro Gamma-MAP, 

de naturaleza bayesiana, modelan la distribución de la retrodispersión esperada y 
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ajustan los valores observados en consecuencia, logrando una alta supresión de ruido 

aunque con riesgo de pérdida de contraste en detalles finos [52]. 

El tamaño de la ventana influye considerablemente en los resultados del filtrado. 

Ventanas pequeñas (como 3x3) conservan mejor los detalles pero dejan remanentes 

de ruido; ventanas más grandes (7x7, 11x11) aumentan el ENL, mejorando la 

homogeneidad en zonas uniformes pero generando pérdida de resolución espacial [53]. 

En aplicaciones prácticas, los tamaños 5x5 y 7x7 se han considerado como un 

equilibrio adecuado entre supresión de ruido y preservación de detalle [54]. 

Para evaluar cuantitativamente el rendimiento de los filtros se utilizan métricas como 

el MSE, la PSNR, el SSIM y el ENL. Estas métricas se definen como: 

 
𝑀𝑆𝐸 =

1

𝑁𝑀
∑ ∑(𝑋𝑖,𝑗 − 𝑋𝑖,𝑗

′ )
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𝑀
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𝑁

𝑖=1
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donde X es la imagen original y X’ la filtrada. 

 
𝑃𝑆𝑁𝑅 = 10 log10 (
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2
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mide la fidelidad en decibelios. 

𝑆𝑆𝐼𝑀 , basado en luminancia, contraste y estructura; valores más cercanos a 1 indican 

mayor preservación estructural [9]. 
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es una medida indirecta de la reducción del ruido, mide la suavidad de las regiones 

homogéneas en las imágenes SAR, donde un ENL más alto indica una mejor supresión 

del speckle. 

Estudios recientes, como los de Pawar y Gandhe [55] y Liu et al. [56], destacan tres 

enfoques para abordar este desafío en aplicaciones prácticas, particularmente en la 

estimación de humedad del suelo. El filtro Lee refinado, operando con una ventana 

de 7x7, emerge como la opción óptima para entornos heterogéneos, como suelos 

agrícolas con microvariaciones de humedad o zonas costeras. Su capacidad para 

adaptar dinámicamente la forma de la ventana y excluir píxeles atípicos le permite 

alcanzar un SSIM ≈ 0,973 y un PSNR de 24,67 dB, superando métodos no 

adaptativos como el Boxcar (SSIM = 0,885). Esta adaptabilidad lo hace ideal en 

contextos donde la preservación de bordes y texturas finas es esencial, como la 

delimitación de parcelas o la detección de surcos en cultivos. Sin embargo, su mayor 

complejidad algorítmica lo sitúa como una opción preferente para análisis focalizados 

en áreas críticas, más que para procesamientos a gran escala. 
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En contraste, el filtro Lee Sigma, aplicado con una ventana fija de 5x5, destaca en 

regiones vegetadas donde la interferencia de la cubierta foliar puede distorsionar las 

señales SAR. Liu et al. [56] demostraron que este filtro mantiene correlaciones 

moderadas (R=0,626) entre los coeficientes de retrodispersión (σVV) y mediciones in 

situ de humedad del suelo en cultivos como trigo y canola. Mediante la integración 

de una técnica que aplica umbrales basados en estadísticas locales con ventanas 

adaptativas, se reduce el ruido residual sin eliminar variaciones sutiles en la humedad 

del suelo subyacente. Su ventana de tamaño medio equilibra la supresión de speckle 

y la resolución espacial, siendo particularmente útil en zonas con vegetación media 

(Fracción de Cobertura Vegetal: FVC = 0,3–0,6), donde modelos semiempíricos como 

el Water Cloud Model (WCM) requieren precisión en la separación de señales. 

Para escenarios que demandan homogenización rápida sin sacrificar completamente 

los detalles, el filtro Frost con ventana 5x5 ofrece un compromiso viable. Pawar y 

Gandhe [55] reportaron un ENL = 0,45 en suelos desnudos, superando al Boxcar en 

preservación de estructuras, mientras que Liu et al. [56] lo validaron en áreas agrícolas 

extensas donde la eficiencia computacional es prioritaria. Su modelo de difusión 

adaptativa, basado en estadísticas locales, mitiga el ruido en regiones homogéneas 

sin introducir artefactos de sobre suavizado, lo que lo posiciona como una línea base 

para comparaciones metodológicas. 

La elección del tamaño de ventana está intrínsecamente ligada a las características 

de la escena. Ventanas pequeñas (3x3) preservan detalles como surcos o grietas en 

suelos secos, pero dejan remanentes de speckle (ENL < 1), limitando su uso a análisis 

de microvariabilidad. Ventanas medianas (5x5) equilibran supresión de ruido (ENL 

≈ 0,5–0,7) y resolución, siendo versátiles para mapas de humedad del suelo a escala 

regional. Ventanas grandes (7x7) maximizan la homogenización (ENL > 0,7) en 

pastizales o áreas urbanas, aunque su aplicación debe restringirse a zonas donde la 

pérdida de resolución no comprometa la interpretación.  
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4. METODOLOGÍA 

4.1.  Sitio de estudio 

El levantamiento de datos se realizó en fincas de Central Azucarera Tempisque S.A. 

(CATSA), ubicadas en la Subregión Central del Pacífico Norte (PN2) dentro del 

cantón de Liberia, Guanacaste. El estudio abarca 15 parcelas, las cuales comprenden 

un área total de 168 ha (ver Figura 1).  

Esta zona presenta un clima de sequía, con una estación seca que va de diciembre a 

abril (cinco meses) y una estación lluviosa de mayo a noviembre. La temperatura 

media anual es de 28°C, con máximas de 37°C en época seca y mínimas de 22°C en 

época de lluvias. La precipitación anual alcanza 1800 mm, concentrada en septiembre 

y octubre. Los suelos predominantes son Latosol, Litosol y Regasol, este último 

presente en las zonas de Sardinal, Filadelfia, Cañas y Bagaces, sectores que abarcan 

las fincas de estudio. Estos suelos son asociados al bosque seco tropical característico 

de la zona [13]. 

 

Figura 1. Mapa de sitios de estudio y puntos de medición (imagen de Sentinel-2 como 

fondo). 

El período de estudio se estableció entre enero y abril de 2025, coincidiendo con la 

zafra de la caña de azúcar. Durante estos meses, el cultivo entra en fase de cosecha, 

dejando los suelos desnudos tras la recolección. Esta condición es necesaria para el 

proyecto, ya que permite la observación directa y delimitación de los tipos de suelo 
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sin interferencia de cobertura vegetal. La elección del período se alinea con el ciclo 

agrícola regional, donde el clima seco (con menos del 10% de la precipitación anual 

en estos meses) favorece operaciones de campo y reduce riesgos de alteración por 

lluvias. Además, las temperaturas elevadas (30-37°C) típicas de la época seca reflejan 

las condiciones extremas bajo las cuales se gestionan estos suelos, aportando datos 

representativos para su caracterización agronómica. 

4.2.  Medición en sitios de muestreo 

Para este estudio se seleccionó el método de muestreo sistemático mediante una 

cuadrícula regular, debido a su capacidad para caracterizar la variabilidad espacial 

en áreas agrícolas extensas. Especialmente en terrenos homogéneos y con pendientes 

suaves como los campos de cultivo de caña de azúcar ubicados en Liberia, 

Guanacaste, administrados por CATSA, cuyas pendientes promedio son inferiores al 

5% [57]. 

Para la obtención de las muestras de suelo se implementó un muestreo sistemático,  

siguiendo las recomendaciones metodológicas expuestas por Gregorich y Carter [58], 

quienes establecen que una cuadrícula sistemática es particularmente eficaz para 

estudios en terrenos planos o ligeramente inclinados, ya que permite capturar 

eficazmente las variaciones espaciales de parámetros edáficos relevantes para este 

estudio. Los autores indican que el muestreo sistemático proporciona una cobertura 
espacial uniforme y representativa, esencial al correlacionar mediciones en campo con 

imágenes obtenidas mediante técnicas de sensoramiento remoto, como el SAR. 

Cada parcela seleccionada, con superficies entre 1 y 21 hectáreas, fue subdividida en 

cuadrículas regulares con puntos equidistantes para obtener una distribución 

homogénea de las mediciones. Se definió además una zona de exclusión de 20 metros 

desde caminos, linderos y sistemas de drenaje para evitar alteraciones antropogénicas 

que pudieran influir en la textura, la humedad y la rugosidad del suelo. 

La distancia entre los puntos de muestreo se determinó considerando estudios previos 

sobre variabilidad espacial en suelos similares. Según información disponible en 

estudios recientes sobre suelos agrícolas, el coeficiente de variación (CV) de 

propiedades como humedad gravimétrica, densidad aparente y textura del suelo 

generalmente oscila entre 5% y 15% [59]. Aplicando la metodología estadística 

propuesta por Gilbert (citado por Carter y Gregorich [58]), y considerando un CV 

promedio del 10%, un margen de error relativo del 25% y un nivel de confianza del 

90%, se determinó que serían suficientes entre cuatro y cinco muestras por hectárea 

para lograr una representación estadísticamente adecuada. Esta cantidad se alinea 

con las limitaciones prácticas del estudio, permitiendo una distancia entre puntos de 
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muestreo de 50 a 100 metros, menor que la escala de variabilidad introducida por 

prácticas agrícolas como el riego y la cosecha mecánica. 

4.2.1. Recopilación de datos in-situ 

Las mediciones en campo se realizaron en sincronía con las ventanas de adquisición 

satelital del radar Sentinel-1, que ocurren aproximadamente a las 5:30 a.m. (órbita 

ascendente) y a las 5:57 p.m. (órbita descendente) en la zona de estudio. Para 

garantizar la coherencia temporal entre las observaciones in-situ y las imágenes SAR, 

la mayoría de las muestras para el análisis de la humedad del suelo se tomaron dentro 

de una ventana de ±2 horas respecto a cada uno de estos momentos de adquisición. 

En ciertos casos se realizó mediciones fuera de este rango para obtener mayor 

cantidad de puntos, anotando la hora en la que fue tomada cada medición.  

Durante la ventana matutina, se recolectó aproximadamente 1 kg de suelo de los 

primeros 5-10 cm de profundidad utilizando una pala. Las muestras fueron 

almacenadas en bolsas herméticas y se almacenaron en una hielera hasta la entrega 

de muestras para el análisis. En los mismos puntos, se midió la rugosidad superficial 

mediante un sensor LIDAR integrado en un dispositivo móvil (iPhone 12 Pro-Max), 

generando nubes de puntos georreferenciadas en áreas de 5x5 metros a una altura de 

1 metro. Adicionalmente, se recolectaron muestras para el análisis de densidad 

aparente empleando cilindros metálicos, cuyo diámetro interno y altura fueron 

previamente determinados. 

Durante la ventana vespertina se repitió el muestreo de humedad del suelo bajo las 

mismas condiciones metodológicas. Se recolectó una cantidad mayor de suelo en cada 

punto para el análisis de textura, llevado a cabo en el Laboratorio de Recursos 

Naturales del Centro de Investigaciones Agronómicas (CIA) de la Universidad de 

Costa Rica. Todas las muestras fueron debidamente etiquetadas con coordenadas 

geográficas, fecha, hora, código de finca y tipo de análisis correspondiente. 

La determinación del contenido de humedad gravimétrico de las muestras de suelo 

recolectadas se realizó siguiendo el procedimiento descrito en la norma internacional 

ASTM D2216-98 [3]. Para la determinación de la masa de las muestras se utilizó la 

balanza analítica FB224 Electronic Balance (±0,0001 g). 

La densidad aparente de las muestras de suelo recolectadas en campo se determinó 

siguiendo la norma internacional ISO 11272:2017 [42]. Para este estudio, se empleó 

un cilindro metálico estandarizado de acero inoxidable con dimensiones internas de 
49,45 mm de diámetro y 49,49 mm de altura. La muestra intacta del suelo se extrajo 

cuidadosamente desde la superficie hasta 5-10 cm de profundidad. 
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4.2.2. Adquisición de datos Sentinel-1 

El estudio empleó series temporales de productos SAR-C Sentinel-1A en modo 

interferométrico de banda ancha (IW), tipo GRD en alta resolución (10 m). Se utilizó 

únicamente los datos con polarización vertical-vertical (VV) de las órbitas 

ascendentes y descendentes por cada día de gira debido a su mayor sensibilidad a la 

humedad del suelo observado en estudios de superficie terrestre según referencias 

previas [7], [15]. 

En este estudio se consideró únicamente la polarización VV debido a que, según 

diversos trabajos previos [7], [8], [15] y las pruebas de validación realizadas, esta 

polarización presenta mejor desempeño en la estimación de la humedad del suelo 

mediante el modelo IEM, mostrando mayores coeficientes de correlación y menores 

errores estadísticos en comparación con la polarización HH y VH. Además, la 
polarización VV es la más utilizada en los sensores Sentinel-1, lo que asegura la 

compatibilidad directa entre los datos simulados y los valores de retrodispersión 

observados por el satélite. 

El preprocesamiento se llevó a cabo con el software ESA SNAP siguiendo la secuencia 

establecida: apertura de archivos GRD con el operador Read, actualización de 

parámetros orbitales mediante Apply-Orbit-File, eliminación de ruido térmico 

con ThermalNoiseRemoval, y corrección de artefactos en bordes usando Remove-

GRD-Border-Noise (Figura 2). 

Se implementaron seis variantes experimentales de filtrado speckle: Refined Lee, Lee 

Sigma (ventanas 5x5 y 7x7), y Frost (ventanas 3x3, 5x5 y 7x7). Cada conjunto filtrado 

se sometió a corrección topográfica (Terrain-Correction) basada en un Modelo de 

Elevación Digital, generando productos finales que incluyen: 

1. Retrodispersión σ⁰ en dB 

2. Ángulo de incidencia local (°) 

3. Máscara geográfica del área de estudio (Subset) 
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Figura 2. Diagrama de flujo de preprocesamiento de imágenes de SAR. 

Todos los procesos se automatizaron mediante la herramienta Graph Builder en 

SNAP para garantizar reproducibilidad y permitir ajustes paramétricos sin 

intervención manual. Los resultados se exportaron en formato GeoTIFF utilizando el 

operador Write como se muestra en la figura 3. 

 

Figura 3. Diagrama de flujo de procesamiento de imágenes de Sentinel 1 implementado en 

la herramienta Graph Builder de ESA SNAP. 

4.3. Cálculo de HRMS a partir de nube de puntos  

En esta sección se describe el marco computacional desarrollado para cuantificar la 

rugosidad superficial del suelo a partir del análisis direccional de HRMS en nubes de 

puntos LiDAR obtenidas sobre suelo desnudo en entornos agrícolas. El procedimiento 

se estructuró en etapas secuenciales que incluyen el preprocesamiento y filtrado de 
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los puntos, la rasterización y normalización de coordenadas, la detección de la 

orientación dominante de labranza, la rotación de los puntos según dicha orientación 

y, finalmente, el cálculo de las métricas HRMS en direcciones paralela y 

perpendicular. 

4.3.1. Cálculo direccional HRMS: Flujo de trabajo técnico 

El cálculo direccional de HRMS se implementó mediante un proceso computacional 

desarrollado en Python, orientado a identificar los patrones de rugosidad asociados a 

la labranza y reducir el sesgo provocado por la anisotropía del terreno. La secuencia 

de pasos implementados se ilustra en la Figura 4, donde se representa tanto la etapa 

de preprocesamiento como el procesamiento geométrico y estadístico posterior sobre 

la nube de puntos. 

 
Figura 4. Flujo de procesamiento para cálculo de HRMS a partir de nube de puntos. 

La altura media cuadrática (HRMS) se calculó mediante la siguiente ecuación: 

 

𝐻𝑅𝑀𝑆 =  √
1

𝑛
∑(𝑧ᵢ −  𝑧̅)2

𝑛

𝑖=1

  ( 23) 

4.3.1.1. Preprocesamiento de las nubes de puntos 
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Con el fin de eliminar alturas anómalas dentro de la nube de puntos se creó un 

algoritmo en Python con el cual se realizó un filtrado inicial utilizando el método de 

Nearest-Neighbors que elimina los valores atípicos verticales utilizando un umbral de 

2 desviaciones estándar [60]. El algoritmo aplica el filtro a todos los archivos LAS 

almacenados en una carpeta y almacena estos en una nueva carpeta con los archivos 

preprocesados.  

4.3.1.2. Rasterización de nube de puntos 

La nube de puntos preprocesada se somete a rasterización 2D utilizando una 

resolución de cuadrícula de 5 cm (resolución = 0,05), donde cada celda almacena la 

elevación media de los puntos contenidos. Esta resolución equilibra la eficiencia 

computacional con la preservación de las características de las hileras de labranza, 

ya que los implementos agrícolas suelen crear patrones de más de 5 cm de ancho. El 

proceso de rasterización emplea una función de dispersión (”hash”) espacial a través 

de la división entera de coordenadas normalizadas. Con esto se logra convertir las 

coordenadas continuas (x, y) de cada punto en índices de celda (ix, iy) dentro del 

ráster. 

Esto se logra al asumir que xmin y ymin (esquina superior izquierda) son las 

coordenadas mínimas de todos los puntos (o del área de interés). Al restar xmin a 

cada coordenada “x”, y ymin a cada coordenada “y”, se desplaza el origen del sistema 

de coordenadas de tal forma que (xmin, ymin) sea (0, 0). Esto hace que todas las 

coordenadas queden “normalizadas” o reubicadas a partir de ese punto mínimo (de 

esta forma se traslada todo el conjunto al origen). 

Se creó un parámetro llamado “resolution” que representa el tamaño de cada celda 

del ráster. Al dividir las coordenadas normalizadas por “resolution”, se obtiene 

cuántas “unidades de celda” hay desde el origen hasta la posición de cada punto. 

Finalmente, al convertir a entero, se toma la parte entera de esas coordenadas 

escaladas. De esta manera, todos los puntos que caen dentro de la misma celda (por 

ejemplo, entre [0, resolution]) en la dirección X) se asignan al mismo índice “ix”. En 

otras palabras, cualquier punto cuyo valor en X normalizado se encuentre por ejemplo 

entre 0 y 0,999... quedará en el índice ix=0, lo mismo aplica para “iy”. Con esto se 

logra hacer una discretización de las coordenadas continuas en índices de una matriz. 
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El algoritmo devuelve el mapa de alturas en 2D (masked_map) y la extensión de la 

cuadrícula con los ejes (x_min, x_max, y_min, y_max). 

4.3.1.3. Detección de ángulo de labranza 

La detección inicial de la presencia de mecanización (patrones anisotrópicos de 

labranza) se realiza mediante un análisis de covarianza de los gradientes del mapa de 

alturas rasterizado. Se calcula un índice de anisotropía, definido como la relación 

entre los valores propios máximo y mínimo de la matriz de covarianza obtenida a 

partir de los gradientes espaciales. Si este índice supera un umbral establecido 

empíricamente (observado en el conjunto de datos), se concluye la presencia de 

labranza. 

Posteriormente, para la detección del ángulo de labranza se creó una función que 

detecta la orientación dominante de las características lineales en el mapa de alturas 

2D utilizando una combinación de detección de bordes de Canny y la transformada 

de Hough [61], [62]. 

Una vez se ha rasterizado la nube de puntos, esta podrá contener datos inválidos o 

nulos (NaN). Para asegurarse que el procesamiento de la imagen no se verá afectado 

o producirá falsos bordes, el código reemplaza cualquier valor de tipo NaN con el 

valor promedio de sus vecinos más cercanos encontrado en la matriz. Esto previene 

el comportamiento inesperado del detector de bordes. 

El algoritmo llama a feature.canny(masked_map, sigma=sigma) para detectar 

bordes en el mapa de alturas. El parámetro sigma controla la cantidad de suavizado 

antes de identificar los bordes. Una sigma más alto desenfoca más la imagen, 

ignorando potencialmente pequeños detalles (ruido), pero también se corre el riesgo 

de perder características más finas. La salida, “edges”, es una imagen binaria en la 

que un valor verdadero (1) indica la presencia de un borde y si no, se asigna falso 

(0). 

Seguidamente, se utilizó la herramienta hough_lines(edges)en la imagen binaria. 

Esta transformada de Hough es una técnica que detecta las líneas rectas en una 

imagen 2D. Esta función devuelve: 

• hspace: Una matriz acumuladora que cuenta cuántos puntos de la imagen 

“edges” contribuyen a una representación de línea (rho, theta) determinada. 
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• angles: Los ángulos θ que fueron detectados 

• dists: Las distancias perpendiculares correspondientes desde el origen 

para estos ángulos. 

Una vez que la transformación devuelve un conjunto de líneas posibles, la función 

extrae las más prominentes encontrando picos en el espacio del acumulador de Hough. 

Estos picos corresponden a las características lineales más fuertes de la imagen, que, 

en el caso de las hileras de labranza, representan la orientación predominante de los 

surcos del campo. Si no se encuentra ninguna línea, la función calcula por defecto un 

ángulo de cero. En caso contrario, calcula el ángulo medio entre estas líneas superiores 

y lo devuelve en radianes como la dirección dominante con respecto al eje horizontal.  

Por último, la función devuelve ese ángulo en radianes. Por convención, el rango es 

típicamente [-π/2, π/2] porque las rectas con pendientes fuera de ese rango pueden 

representarse equivalentemente por un par distancia/ángulo diferente. 

4.3.1.4. Rotación de la nube de puntos 

Cuando se detecta mecanización mediante el índice de anisotropía, se calcula cuánta 

rotación es necesaria para que esas filas se alineen con el eje Y. Por último, desplaza 

las coordenadas para que la rotación se produzca en torno a la posición media de los 

puntos y no en torno al origen, seguidamente lleva a cabo la rotación y devuelve las 

coordenadas transformadas junto con el ángulo detectado. 

4.3.1.5. Cálculo de HRMS paralelo y perpendicular a la dirección de 

labranza 

Este proceso solo se aplicará cuando se confirme que existe una dirección de labranza 

dentro de la nube de puntos. Caso contrario, se calculará un HRMS global que 

contempla todos los puntos válidos del mapa rasterizado sin considerar una dirección 

en particular. 

Se creó una función en Python que inicia leyendo el archivo LAS para obtener las 

coordenadas como arreglos de NumPy. Usa los parámetros bin_size, resolution 

y sigma_canny para controlar cómo se agrupa la información y se detectan las 

líneas principales de labranza. En concreto: 
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• bin_size=0,01 (metros) indica que cada franja o segmento tendrá un ancho 

de 1 cm, tanto a lo largo del eje que se alinee con la dirección de labranza (Y′) 

como del eje perpendicular (X′). Todos los puntos cuya coordenada “y_rot” (o 

“x_rot”, según el caso) caiga dentro del mismo intervalo se agrupan para 

calcular la desviación estándar de sus alturas. 

• resolution=0,05 (metros) define el tamaño de celda (5 cm de lado) con el 

que se rasteriza la nube de puntos antes de aplicar Canny y Hough. Cuanto 

menor sea este valor, más detallado será el mapa de alturas, pero también 

mayor el coste computacional. 

• sigma_canny=1,0 ajusta el nivel de suavizado en el detector de bordes de 

Canny. Un valor más alto difumina más la imagen, lo que reduce el ruido, pero 

puede eliminar detalles finos; un valor más bajo conserva más detalles, pero 

puede incluir bordes inesperados. 

Una vez procesada la nube para detectar la orientación de la labranza mediante 

Canny+Hough y averiguar cuántos grados separan las hileras de la vertical, la función 

rota los puntos para alinear dichas hileras con el nuevo eje Y′. Para cada segmento 

formado al agrupar los puntos en intervalos de 1 cm (valor dado por 

bin_size=0,01), se calcula la desviación estándar de las alturas. Esta desviación 

estándar representa cuánta variación de elevación existe en esa franja, es decir, la 

rugosidad local. 

Se repite el mismo procedimiento para los segmentos definidos a lo largo del eje X′ 

(perpendicular a la labranza) para medir la rugosidad en esa dirección. Finalmente, 

se promedian las desviaciones estándar obtenidas en cada conjunto de segmentos para 

generar un valor global de rugosidad (HRMS) en ambas direcciones. El diccionario 

que retorna la función incluye: 

• Nombre del archivo procesado  

• Índice de anisotropía 

• Existencia de labranza (labrado o no labrado) 

• Valores de rugosidad en las direcciones perpendicular y paralela (cuando 

aplique, de otro modo se asigna NaN), o global (cuando no hay dirección de 

labranza, en caso contrario se asigna NaN) 

• Ángulo de labranza detectado (cuando aplique) 

4.4.  Creación de base de datos del modelo IEM  

La generación de la tabla de consulta para el modelo IEM se realizó mediante la 

ejecución de un algoritmo en MATLAB R2024a, diseñado para procesar archivos de 

entrada en formato CSV ("lookuptable#.csv"). Estos archivos contienen 
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combinaciones de parámetros del suelo (humedad, rugosidad, contenido de arena y 

arcilla) y variables de radar (longitud de onda, ángulo de incidencia y coeficiente de 

retrodispersión VV_dB). Para manejar eficientemente el volumen de datos (72,68 

GB en total), los archivos se fragmentaron en 10 segmentos, procesados 

secuencialmente de menor a mayor tamaño. El resultado final consistió en 10 archivos 

binarios (.dat), estructurados para su integración en un sistema de gestión de bases 

de datos relacional. 

4.4.1. Diseño e implementación de la base de datos en PostgreSQL 

Se seleccionó PostgreSQL como sistema de gestión de bases de datos debido a su 

compatibilidad nativa con ArcGIS Pro, facilitando la integración espacial y 

automatización de procesos. La estructura de la tabla “iem_lookuptable” se diseñó 

con las siguientes columnas: 

• wavelength: Longitud de onda del radar (5,5 cm) 

• teta: Ángulo de incidencia (25-55°) 

• mv: Humedad volumétrica del suelo (0-100%) 

• rms: Rugosidad superficial del suelo. (0,1 – 10 cm) 

• sand: Contenido de arena (0-100%) 

• clay: Contenido de arcilla (0-100%) 

• VV_dB: Coeficiente de retrodispersión en polarización VV (dB)  

Una vez creada la estructura de la base de datos, se cargaron los archivos con 

extensión .dat generados en MATLAB. 

4.4.2. Optimización de base datos 

A continuación, se presenta la estrategia de optimización utilizada para la base de 

datos de los parámetros del modelo IEM. 

• Indexación compuesta: 

Para acelerar las consultas frecuentes basadas en combinaciones de parámetros 

(arcilla, arena, rugosidad y ángulo de incidencia), se implementó un índice compuesto 

en PostgreSQL. 

La selección del orden de columnas priorizó la selectividad: clay y sand (alto rango 

de valores únicos) se colocaron primero, seguidas de rms y teta. 
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El desempeño de PostgreSQL también depende de la configuración del servidor donde 

se ejecuta, especialmente de la memoria que se asigna a la caché interna (por ejemplo, 

“shared_buffers”). Ajustes como “work_mem”, “maintenance_work_mem” y otros 

parámetros de “postgresql.conf ” pueden optimizar la ejecución de consultas, la 

creación de índices y el manejo de grandes cargas de trabajo. Se sugiere destinó un 

80% de la memoria total del sistema a estos parámetros, equilibrando los recursos 

con otros servicios que puedan coexistir en la misma máquina. 

4.4.3. Procedimiento de consulta en la base de datos IEM 

La base de datos generada por el modelo IEM contiene todas las combinaciones 

válidas de parámetros edáficos y de radar registradas durante las simulaciones. El 

proceso de consulta opera bajo dos modalidades: 

a) Consulta de retrodispersión modelada a partir de parámetros medidos 

Para cada punto de muestreo, se ingresan los valores registrados en campo y satélite: 

ángulo de incidencia, rugosidad, humedad volumétrica, contenido de arena, arcilla y 

longitud de onda. El sistema compara estos parámetros con los registros almacenados 

y devuelve el coeficiente de retrodispersión modelado (VV_dB) correspondiente a la 

combinación exacta como se muestra en la Figura 5. Esta salida se utiliza como 

insumo para las validaciones posteriores. 

 

Figura 5. Proceso de consulta en la base de datos del coeficiente de retrodispersión a partir 

de parámetros de suelo. 
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b) Consulta de humedad volumétrica del suelo. Cuando se dispone de un valor 

de retrodispersión satelital (VV_dB), el sistema realiza las siguientes acciones: 

• Fija los parámetros conocidos (textura del suelo, rugosidad, ángulo de 

incidencia, longitud de onda y retrodispersión medida por el satélite). 

• Explora la base de datos para identificar la combinación donde el VV_dB 

modelado presenta la menor desviación respecto al valor observado. 

• Extrae el valor de humedad volumétrica asociado a dicha combinación 

como solución numérica del modelo (ver Figura 6). 

 

Figura 6. Proceso de consulta en la base de datos de la humedad del suelo a partir de 

parámetros de suelo y de satélite. 

La interoperabilidad entre la base de datos y los algoritmos de análisis (Python) 

permite ejecutar estas consultas de forma masiva, generando matrices de datos listas 

para evaluación estadística. 

4.5. Cálculo de humedad del suelo a partir de modelos de retrodispersión  

4.5.1. Modelo Oh-2004 

En esta investigación, el modelo semiempírico Oh-2004 se implementó para estimar 

la humedad del suelo a partir de los parámetros de retrodispersión obtenidos por el 
satélite Sentinel-1. A diferencia de su formulación teórica, en esta etapa el modelo se 

utilizó de forma inversa, resolviendo las ecuaciones para derivar la humedad 

volumétrica (MV) en función de las condiciones superficiales y del coeficiente de 

retrodispersión medido (σ⁰_VV). Para ello, se desarrolló un algoritmo en Python 
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dentro de ArcGIS Pro, que integró los parámetros de entrada derivados de mediciones 

de campo y de productos satelitales. 

El cálculo se realizó mediante la resolución directa de la ecuación inversa del modelo  

(6), obteniendo valores de humedad coherentes con las condiciones experimentales 

observadas. 

4.5.2. Modelo físico IEM modificado por Baghdadi 

La implementación del modelo IEM en esta etapa se basó en la estructura descrita 

en la sección Creación de base de datos a partir del modelo físico IEM, donde se 

generó la tabla de consulta con todas las combinaciones válidas de parámetros 

edáficos y de radar. A partir de esta base de datos, se desarrolló un algoritmo en 

Python integrado en ArcGIS Pro que automatiza el proceso de consulta para cada 

punto de muestreo. 

Este algoritmo toma como entrada los datos medidos en campo (HRMS, contenido 

de arena y arcilla, y MV) junto con las variables derivadas del satélite (ángulo de 

incidencia y coeficiente de retrodispersión VV_dB), y ejecuta consultas directas 

sobre la base de datos del modelo IEM almacenada en PostgreSQL. Para cada punto, 

el sistema identifica la combinación de parámetros cuyo valor modelado de 

retrodispersión presenta la menor desviación respecto al observado, y extrae la 

humedad volumétrica asociada como resultado de la ecuación inversa del modelo 

IEM. 

De esta manera, el cálculo de la humedad del suelo no requirió iteraciones numéricas, 

sino que se resolvió directamente mediante la búsqueda analítica en la tabla de 

consulta, aprovechando la interoperabilidad entre PostgreSQL, ArcGIS Pro y 

Python. Esta integración permitió obtener valores de humedad estimada de forma 

automatizada y reproducible para cada sitio muestreado. 

Finalmente, los valores de humedad del suelo obtenidos mediante este procedimiento 

fueron empleados en la fase de validación del modelo, comparándolos con las 

mediciones de campo. Este análisis permitió evaluar el desempeño del modelo IEM 

bajo diferentes condiciones de superficie y texturas del suelo, y establecer su grado 

de concordancia con los datos experimentales. 

4.6.  Análisis estadístico 

En cada parcela seleccionada se realizaron mediciones de humedad, rugosidad y 

textura como mínimo en 5 puntos diferentes distribuidos equitativamente en el área 

de muestreo. Estos datos fueron interpolados utilizando el algoritmo de distancias 

medias ponderadas (IDW) para representar las condiciones generales de cada parcela. 

Los datos de rugosidad se obtuvieron de mediciones realizadas tanto en dirección 
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paralela como perpendicular a la labranza. Para evaluar la concordancia entre los 

datos medidos por el radar y los datos modelados se utilizaron las siguientes métricas 

estadísticas: 

El sesgo promedio entre valores modelados (Mi) y valores observados (Oi) representa 

la diferencia promedio entre los valores predichos por el modelo y los valores medidos 

reales. 

 

𝑆𝑒𝑠𝑔𝑜 =
1

𝑛
∑(𝑀𝑖 − 𝑂𝑖)

𝑛

𝑖=1

  ( 19) 

El error cuadrático medio (RMSE) evalúa la magnitud promedio del error. 

 

𝑅𝑀𝑆𝐸 =  √
1

𝑛
∑(𝑀ᵢ −  𝑂ᵢ) 2

𝑛

𝑖=1

  ( 20) 

El error cuadrático medio insesgado (ubRMSE) mide la variabilidad del RMSE 

descontando el sesgo. 

 

𝑢𝑏𝑅𝑀𝑆𝐸 =  √𝑅𝑀𝑆𝐸2 −  𝑆𝑒𝑠𝑔𝑜2  ( 21) 

El coeficiente de correlación de Pearson (R) mide la fuerza y dirección de la relación 

lineal entre los conjuntos de datos. 

 
𝑅 =

∑ (𝑂𝑖 − 𝑂̅)(𝑀𝑖 − 𝑀̅)𝑛
𝑖=1

√∑ (𝑂𝑖 − 𝑂̅)2𝑛
𝑖=1 ⋅ √∑ (𝑀𝑖 − 𝑀̅)2𝑛

𝑖=1

  ( 22) 

La desviación estándar (δ) cuantifica la dispersión de los datos alrededor de su 

media. En este caso, es la misma ecuación aplicada para calcular HRMS y RMSE. 

 

𝛿 = √
1

𝑛
∑(𝑥ᵢ − 𝑥̅)2  ( 23) 
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5. RESULTADOS 

5.1.  Caracterización del sitio de estudio  

La distribución temporal de los muestreos evidenció dos periodos predominantes de 

recolección: uno matutino, entre las 5:00 a.m. y las 9:00 a.m., con mayor concentración a las 

6:00 a.m., y otro vespertino, entre las 3:00 p.m. y las 6:00 p.m., con un pico de actividad a 

las 5:00 p.m. Esta distribución refleja la estrategia de muestreo orientada a capturar 

condiciones contrastantes de humedad superficial, asociadas a las variaciones diarias de 

temperatura y evaporación. En la Figura 7 se muestra el comportamiento general de los 

horarios de levantamiento de muestras durante todas las giras de campo.

 

Figura 7. Distribución horaria de las muestras recolectadas durante las giras. 

Las condiciones climáticas presentadas fueron estables, con poca nubosidad, sin 

precipitación y ráfagas fuertes de viento en cada una de las giras. Todas las parcelas 

evaluadas presentaron condición de suelo desnudo, en diferentes etapas de labranza 

como suelo suelto, recién nivelado o con presencia de camas de siembra. Con lo cual 

se registró una amplia gama de rugosidades correspondientes a estas diferentes fases 

del proceso productivo. 

5.2. Resultados de campo y laboratorio  

Las características físicas de los suelos muestreados muestran una predominancia de 

la clase textural arcillosa, con 78 muestras clasificadas en este grupo, seguida por 

franco limoso (21), franco arcillo limoso (12), franco arcilloso (8) y una representación 

mínima de franco arenoso (1), como se observa en la Figura 8. 
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Figura 8. Resumen de clases texturales de suelos muestreados. 

En cuanto a la densidad aparente, la distribución de las muestras presenta un rango 

comprendido entre 0,65 y 1,4 g/cm³, con la mayoría de los valores concentrados entre 

0,95 y 1,10 g/cm³, lo que indica una densidad típica de suelos agrícolas de la región. 

Esta distribución se ilustra en Figura 9 y Figura 10. 
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Figura 9. Distribución de densidad aparente de muestras de suelo. 

 

Figura 10. Mapa de clases texturales de las parcelas muestreadas . 
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Respecto al HRMS, los resultados se agrupan según la condición del terreno y la 

dirección de medición. Los valores correspondientes a suelos no labrados y a la 

dirección paralela a la labranza se concentran en intervalos bajos de HRMS (1 a 3 

cm), mientras que en la dirección perpendicular se observa una mayor dispersión, en 

su mayoría con casos superiores a 5 cm. Esta variabilidad se presenta en la Figura 

11. 

 

Figura 11. Distribución de HRMS según dirección de labranza. 

En la Figura 12 se contrasta la nube de puntos original con el resultado del filtrado 

estadístico. 

En la vista tridimensional (a) pueden identificarse picos espurios que superan los 25 

cm de altura y depresiones asociadas a ruido instrumental. Tras aplicar el filtro de 

vecinos más cercanos (k-NN, 2σ) dichos valores atípicos se suprimen (b), de modo 

que la topografía conserva únicamente la rugosidad inherente al terreno. 
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a) b) 

Figura 12. Eliminación estadística de datos atípicos de nube de puntos: a) imagen sin 

procesar; b) imagen procesada. 

La Figura 13 ilustra la cadena de preprocesamiento posterior sobre el conjunto ya 

depurado. En (a) se muestra la nube de puntos rasterizada con resolución de 5 cm, 

aún en su orientación original; se observan las hileras de la mecanización descritas 

por franjas alternas de diferente cota. Mediante la transformada de Hough se estimó 

un ángulo medio de 8,3°, el cual fue utilizado para rotar el raster de modo que las 

hileras quedaran paralelas al eje Y (b). 

 

a) 

 

b) 

Figura 13. Rasterización, detección de labranza y rotación de nube de puntos para cálculo 

de HRMS: a) imagen rasterizada no rotada; b) imagen con mecanización detectada y 

rotada. 
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En la Tabla A-1 (ver anexos) se presenta la tabla de los resultados obtenidos de 

HRMS, dirección de labranza, ángulos detectados e índices de anisotropía de todos 

los puntos evaluados en esta investigación. 

5.3.  Resultados de los modelos de retrodispersión y su evaluación estadística  

En esta sección se desarrolla los resultados principales de los análisis de correlación 

aplicados a los datos de campo contra los modelos de retrodispersión IEM_B y Oh-

2004. El análisis se enfoca en los valores de humedad observados y modelados por 

cada uno de los modelos según la dirección de labranza, el filtro granular aplicado, y 

el tamaño de ventana de filtro utilizado.  

5.3.1.  Síntesis de configuración experimental 

En la Tabla 3 se especifica la cantidad de imágenes procesadas por día, 

correspondiente a las 2 adquisiciones que realiza el satélite en la mañana (AM) y en 

la tarde (PM). Adicionalmente, se muestra cuantos puntos obtenidos durante cada 

gira fueron utilizados para el análisis, debido a que, durante la primera gira, no se 

pudo obtener el valor de HRMS para todos los puntos a los cuales se recolectó una 

muestra de humedad y textura. 

Tabla 3 .  Resumen de giras realizadas y datos procesados. 

Fecha de gira 
Imágenes de radar 

procesadas 

Puntos analizados 

(válidos) 

15-ene-25 2  28 (17) 

8-feb-25 2 26 (26) 

4-mar-25 2 32 (32) 

28-mar-25 1 (AM) 6 (6) 

9-abr-25 2 26 (26) 

TOTAL 9 118 (107) 

Durante la primera gira se realizaron pruebas para calibrar la metodología de 

ejecución de la medición de rugosidad con el sensor LiDAR, generando un atraso en 

la finalización de las mediciones matutinas. Adicionalmente, hubo sectores 

muestreados durante la mañana de ese día que fueron modificados en el transcurso 

por las labores de preparación de los lotes, por lo que se tuvo que descartar las 

mediciones en esos puntos durante la tarde. 

En el caso de la gira del 28 de marzo, solo se procesaron las imágenes de la pasada 

matutina, ya que durante el transcurso del día se llevaron a cabo labores de 
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mecanización en las fincas evaluadas, las cuales alteraron significativamente las 

condiciones superficiales del suelo, afectando parámetros como la rugosidad y la 

densidad aparente. Debido a la imposibilidad de limitar o retrasar estas labores, no 

fue posible garantizar que las mediciones coincidieran con las condiciones del satélite, 

por lo que los puntos que se iban a muestrear durante la tarde de ese día fueron 

descartados del análisis. 

5.3.2.  Evaluación global de desempeño por filtro y ventana 

En la Tabla 4 se observa el resumen de las métricas estadísticas obtenidas para los 

valores de humedad del suelo. Para el filtro Lee Sigma (7x7), se obtuvo un valor R 

de 0,73, un RMSE de 8,3 vol. %, un sesgo de 2,08 vol. % y un ubRMSE de 8,04 vol. %. 

El filtro Frost (7x7) mostró un mejor desempeño, con R de 0,74, RMSE de 8,12 

vol. %, sesgo de 2,17 vol. % y ubRMSE de 7,83 vol. %.  

En contraste, al emplear el modelo Oh-2004 en dirección perpendicular con los filtros 

Refined Lee y Lee Sigma (7x7), los resultados reflejan menores valores de correlación 

y mayores errores. El filtro Frost con ventana 3x3 reportó el coeficiente de correlación 

más alto con un R de 0,46, RMSE de 12,48 vol. %, sesgo de -7,58 vol. % y ubRMSE 

de 9,52 vol. %, mientras que el filtro Frost (7x7) alcanzó un R de 0,45, RMSE de 

12,58 vol. %, sesgo de -7,58 vol. % y ubRMSE de 9,86 vol. %. 

La explicación del bajo desempeño del modelo Oh-2004 se sustenta en el análisis de 

sensibilidad ilustrado en la Figura 14. Se observa que la relación entre el coeficiente 

de retrodispersión (σ°) y la humedad volumétrica (MV) exhibe una fuerte saturación 

a partir de valores intermedios de humedad (aproximadamente desde 30 % MV). 

Inicialmente, para valores bajos de humedad, el σ° incrementa rápidamente conforme 

aumenta la humedad, pero esta sensibilidad disminuye considerablemente conforme 

se incrementa el contenido hídrico del suelo. Esta característica limita notablemente 

la capacidad del modelo Oh-2004 para diferenciar humedades elevadas o detectar 

pequeñas variaciones en condiciones más húmedas, generando estimaciones poco 

precisas y correlaciones más bajas con los datos de campo. Esta falta de sensibilidad 

en condiciones de humedad de moderadas a altas explica en gran medida el bajo 

desempeño estadístico obtenido por este modelo durante las evaluaciones realizadas 

en el presente estudio. 
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Tabla 4. Resumen de estadísticas de correlación para la estimación de humedad del 

suelo. 

Modelo 
Dirección de 

labranza 
Filtro Ventana 

R 

(adim.) 

RMSE 

(vol. %) 

Sesgo 

(vol. %) 

ubRMSE 

(vol. %) 

IEM_B Paralelo Refined Lee - 0,35 10,79 -0,76 10,76 

IEM_B Paralelo Lee Sigma 5x5 0,36 10,78 -0,55 10,77 

IEM_B Paralelo Lee Sigma 7x7 0,36 10,67 -0,65 10,65 

IEM_B Paralelo Frost 3x3 0,37 10,73 -0,42 10,72 

IEM_B Paralelo Frost 5x5 0,36 10,73 -0,57 10,71 

IEM_B Paralelo Frost 7x7 0,36 10,67 -0,54 10,66 

IEM_B Perpendicular Refined Lee - 0,71 8,33 1,79 8,14 

IEM_B Perpendicular Lee Sigma 5x5 0,73 8,26 2,1 7,99 

IEM_B Perpendicular Lee Sigma 7x7 0,73 8,3 2,08 8,04 

IEM_B Perpendicular Frost 3x3 0,72 8,54 2,19 8,25 

IEM_B Perpendicular Frost 5x5 0,73 8,22 2,13 7,94 

IEM_B Perpendicular Frost 7x7 0,74 8,12 2,17 7,83 

Oh-2004 Paralelo Refined Lee - 0,44 12,76 -7,98 9,95 

Oh-2004 Paralelo Lee Sigma 5x5 0,45 12,62 -7,85 9,88 

Oh-2004 Paralelo Lee Sigma 7x7 0,44 12,71 -8,02 9,86 

Oh-2004 Paralelo Frost 3x3 0,46 12,48 -7,58 9,92 

Oh-2004 Paralelo Frost 5x5 0,45 12,58 -7,58 9,86 

Oh-2004 Paralelo Frost 7x7 0,45 12,59 -7,87 9,83 

Oh-2004 Perpendicular Refined Lee - 0,16 14,89 -9,42 11,53 

Oh-2004 Perpendicular Lee Sigma 5x5 0,17 14,77 -9,41 11,39 

Oh-2004 Perpendicular Lee Sigma 7x7 0,14 14,94 -9,59 11,46 

Oh-2004 Perpendicular Frost 3x3 0,19 14,61 -9,07 11,46 

Oh-2004 Perpendicular Frost 5x5 0,17 14,7 -9,28 11,4 

Oh-2004 Perpendicular Frost 7x7 0,16 14,8 -9,45 11,39 
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Figura 14. Análisis de sensibilidad del modelo Oh-2004 de capacidad de predicción 

de coeficiente de correlación vs contenido de humedad. El modelo ha sido resuelto 

con los valores promedio de ángulo de incidencia y HRMS obtenidos durante el 

estudio. 

Los resultados obtenidos evidencian que el modelo IEM_B capta adecuadamente la 

influencia de la dirección de labranza sobre la respuesta del radar, mostrando un 

aumento significativo en la correlación (R = 0,74) y una reducción del error (RMSE 

= 8,12 %) cuando la rugosidad se mide en dirección perpendicular a las líneas de 

labranza. Este comportamiento es consistente con la física de la dispersión del radar, 

ya que la orientación perpendicular maximiza la retrodispersión al interceptar una 

mayor variación geométrica en la superficie del suelo. 

En contraste, el modelo Oh-2004 presenta un patrón opuesto, con menor correlación 

(R < 0,20) y mayores errores bajo la condición perpendicular, lo que sugiere una 

limitación inherente del modelo para representar superficies con rugosidades elevadas. 

Esto se debe a su carácter semiempírico, derivado de condiciones experimentales con 

rugosidades moderadas, lo cual restringe su capacidad para reproducir la respuesta 

no lineal del radar ante configuraciones direccionales más complejas. 

5.3.3. Análisis integrado de correlación 

En esta sección se discutirá los resultados estadísticos que pertenecen a la iteración 

que obtuvo un mejor desempeño. La Figura 15 muestra el diagrama de dispersión 
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entre la humedad volumétrica observada en campo y la humedad modelada con 

IEM_B, empleando un filtro Frost de ventana 7x7 y la rugosidad superficial (HRMS) 

medida en la dirección perpendicular a la labranza. Los puntos se distribuyen 

aproximadamente alrededor de la línea 1:1 (línea roja discontinua), indicando una 

correspondencia general entre valores observados y estimados.  

 

Figura 15. Gráfico de correlación de humedad del suelo del modelo IEM_B. 

El análisis revela que el modelo captura parcialmente la variabilidad de la humedad 

del suelo, aunque con desviaciones notables: en humedades bajas (observado < 

~15%), una mayor proporción de puntos se sitúan por encima de la línea 1:1, lo que 

sugiere que el modelo tiende a sobreestimar ligeramente la humedad en suelos muy 

secos; mientras que en el rango de humedades altas (>30% vol.) varios puntos caen 

por debajo de la línea ideal, evidenciando subestimación de los valores observados 

más elevados. En promedio, el sesgo positivo indica una ligera sobreestimación 

sistemática por parte del modelo IEM_B (el modelo predice valores algo mayores 

que la humedad observada en conjunto). 
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Al examinar los residuos en función de la retrodispersión SAR (Figura 16a), se 

confirma la ausencia de una relación lineal clara, pero con ciertos comportamientos 

sistemáticos. Los residuos tienden a ser negativos (observado > modelado) para 

valores de σ⁰ de nivel medio (~–12 dB), lo que refuerza la observación de que el 

modelo subestima la humedad en ese rango de señal. En cambio, para valores de σ⁰ 

más altos (σo > -12 dB), se registran con mayor frecuencia residuos positivos 

importantes, consistente con una sobrestimación de humedad bajo condiciones de 

alta reflectividad. Así, aunque σ⁰ es la variable de entrada fundamental del modelo, 

estos resultados sugieren que quedan dependencias no lineales o efectos no capturados 

plenamente, provocando errores sistemáticos ligados a la intensidad de la señal SAR. 

Por otro lado, para la rugosidad HRMS de las parcelas, los residuos presentan 

comportamientos diferenciados (Figura 16b). Para superficies de baja rugosidad 

(HRMS ~1–2 cm), la mayoría de los residuos se mantienen dentro de ±10 vol.%, 

indicando que en terrenos relativamente lisos el modelo logra un ajuste aceptable. 

No obstante, a medida que la rugosidad incrementa, aumenta también la dispersión 

de los errores. En rugosidades intermedias (~2–4 cm) aparecen varios casos con 

residuo positivo notable (entre +10% y +20%), evidenciando que el modelo 

sobreestimó la humedad en suelos de rugosidad moderada (predijo más humedad de 

la que realmente había). En las parcelas de rugosidad elevada (HRMS ≥ 7 cm) se 

observan tanto algunos residuos en el rango de -5% a 10%, con errores extremos más 

grandes en ambas direcciones. De hecho, en los valores de HRMS más altos los puntos 

de dispersión abarcan desde sobreestimaciones marcadas (residuos de ~+15% a 

+20%) hasta subestimaciones significativas (residuos de -10% a -15% o más). Esto 

indica que el desempeño del modelo IEM_B se degrada o vuelve menos consistente 

conforme aumenta la rugosidad: a altos valores de HRMS, la incertidumbre es mayor 

y surgen sesgos tanto en uno como en otro sentido. 

Finalmente, respecto al ángulo de incidencia local, la Figura 16c muestra que los 

residuos no dependen fuertemente de este parámetro en el rango estudiado (~37°–

44°). Los puntos de error se distribuyen alrededor de la línea central a través de todos 

los ángulos sin una tendencia evidente. En ángulos más bajos (≈37°–39°) los residuos 

permanecen relativamente acotados dentro del rango de ±10 vol.%, con una menor 

proporción de errores superiores a 10 vol.%. En ángulos mayores (42°–44°) se observa 

una variabilidad ligeramente más alta: aparecen algunos residuos positivos (> +10%) 

y otros notablemente negativos por debajo de –20%. Esto sugiere que a geometrías 

de incidencia más oblicuas podría incrementarse la dispersión de los errores 

(posiblemente por efectos geométricos o de heterogeneidad no modelados), aunque 
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en general el ángulo de incidencia local no parece ser el factor dominante en el error 

del modelo dentro de este intervalo. 

a)  

b)  
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c)  
Figura 16. Análisis de residuos para los diferentes parámetros del modelo IEM_B: a) 

residuos vs SAR; b) residuos vs rugosidad superficial; c) residuos vs ángulo de incidencia de 

radar. 

En la Figura 17 se observa la sensibilidad del modelo IEM_B (con filtro Frost 7×7) 

ante variaciones en la humedad volumétrica (MV). La curva resultante es creciente 

y cóncava, mostrando que σ⁰ aumenta notablemente a medida que MV incrementa, 

con una pendiente alta en bajas humedades que se atenúa para valores mayores de 

MV. Este aumento inicial pronunciado indica que pequeñas variaciones en la 

humedad producen cambios significativos en la retrodispersión simulada, destacando 

la alta influencia de MV sobre el modelo. En consecuencia, este perfil de sensibilidad 

clarifica por qué el modelo responde fuertemente al contenido de agua del suelo y 

ayuda a interpretar los patrones de variabilidad observados en análisis previos. 

 

Figura 17 . Análisis de sensibilidad de σ⁰ respecto a la humedad volumétrica. 

En la Figura 18 ilustra la sensibilidad de σ⁰ en función de la HRMS para θ=44° y 

MV=20 %. Se aprecia un incremento rápido de σ⁰ desde valores muy bajos de HRMS 
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(por ejemplo, de ~−18 dB a ~−10 dB al pasar de 0,5 a 2 cm), seguido de un ascenso 

más gradual hasta cerca de −8 dB en HRMS ≈7 cm. Al superar ~7,5 cm de rugosidad, 

la curva experimenta una caída brusca, indicando límites del modelo o pérdida de 

sensibilidad en rangos extremos. Este comportamiento sugiere que el modelo es 

sumamente sensible a cambios iniciales en la rugosidad, con un efecto de saturación 

en rangos medios y una ruptura posterior a los 8,5 cm de rugosidad. Esto implica 

que pequeños cambios en el HRMS bajo condiciones de alta rugosidad pueden inducir 

efectos grandes en la retrodispersión de la señal.  

 

Figura 18. Análisis de sensibilidad de σ⁰ respecto al HRMS. 

La curva mostrada en la Figura 19 describe cómo varía σ⁰ según el ángulo de 

incidencia θ (30°–55°) manteniendo HRMS=5,0 cm y MV=20 %. Se aprecia una 

tendencia monotónica decreciente: σ⁰ disminuye de aproximadamente −6 dB a cerca 

de −11 dB al aumentar θ de 30° a 55°. Este comportamiento refleja que mayores 

ángulos de incidencia reducen la retrodispersión, en línea con la teoría de propagación 

de microondas. Conocer esta sensibilidad del modelo en el ángulo de visión permite 

interpretar por qué los resultados simulados se comportan de manera sistemática con 

θ y refuerza la comprensión de las tendencias observadas en los análisis anteriores. 
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Figura 19. Análisis de sensibilidad de σ⁰ respecto al ángulo de incidencia del radar. 

5.3.4. Análisis espacial del modelo IEM_B 

Antes de presentar el análisis espacial del error del modelo IEM_B, se debe destacar 

que los mapas individuales de humedad modelada y observada, correspondientes a 

cada campaña de recolección de datos y diferenciados según la adquisición matutina 

(AM) o vespertina (PM), se encuentran disponibles en los anexos (Figura A-1 hasta 

Figura A-4). Estos mapas permiten visualizar de manera detallada la distribución de 

la humedad del suelo en cada parcela durante las diferentes giras de muestreo. La 

evaluación que se presenta a continuación se basa en la comparación de estos mapas 

para identificar patrones espaciales de subestimación y sobrestimación del modelo, 

así como la consistencia de los errores en relación con las condiciones del suelo y las 

características de cada parcela. 

En la Figura 20 se presenta el error por parcela en la mañana (AM), definido como 

la diferencia entre la humedad modelada menos la registrada en campo. Se observa 

que la mayoría de las parcelas exhibe errores que se encuentran dentro del RMSE 

calculado (tonos blancos en el mapa, correspondientes a ±8 vol.%) donde algunos 

datos presentan errores donde el modelo subestimó la humedad llegando hasta -6 vol. 

%. Sin embargo, destacan algunas parcelas con errores positivos muy pronunciados 

(tonos celeste a azul oscuro, llegando hasta aproximadamente +18 vol.%), lo que 

indica casos donde el modelo sobrestimó considerablemente la humedad del suelo en 

la mañana (prediciendo valores muy por encima de los medidos en el campo). 
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Figura 20. Distribución espacial del error obtenido entre la humedad observada y la 

modelada por el modelo IEM_B durante las mediciones matutinas. 

Por la tarde, el patrón de error cambia notablemente (ver Figura 21). En términos 

generales, aumenta la magnitud de los errores y se amplía su rango espacial. Varias 

parcelas presentan ahora errores negativos mucho más bajos que en la mañana 

(regiones en tonos rojizos, con discrepancias de -15% a -25% vol.), indicando fuertes 

subestimaciones del modelo, es decir, el suelo retenía más humedad de la que el 

modelo IEM_B estimó durante la tarde. Al mismo tiempo, persisten en otras zonas 

errores positivos considerables (áreas en color azulado, de +12% hasta ~+19% vol.), 

lo que implica sobrestimaciones significativas en esos casos durante la tarde.  
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Figura 21. Distribución espacial del error obtenido entre la humedad observada y la 

modelada por el modelo IEM_B durante las mediciones vespertinas. 

Los mayores errores que son consistentes espacialmente, donde el modelo estimó 

valores superficiales de la humedad del suelo mayores a los observados (error > +8 

vol. %) ocurrieron en puntos con suelo alterado por quema reciente, donde la capa 

de ceniza interactuó con la señal de microondas, generando sobreestimaciones de 

humedad en horizontes subsuperficiales. 
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Figura 22. Estado del suelo muestreado durante la gira del 8 de febrero del 2025. 

En la Figura 22 se observa una capa de ceniza y restos de biomasa de caña de azúcar 

presentes en el suelo que fue analizado durante una de las giras. Durante esta 

campaña, se puede observar que el suelo ha sido labrado, por lo que el HRMS 

calculado presenta una anisotropía; sin embargo, la capa de ceniza y los restos de 

caña de azúcar afectan la retrodispersión (σ⁰) registrada por el radar. 

Comparando ambos momentos del día, se nota que ciertas parcelas que en la mañana 

mostraban un error cercano a cero pasan a presentar subestimaciones pronunciadas 

en la tarde, y viceversa: algunas parcelas con sobreestimación matutina reducen su 

error o incluso cambian a subestimación en horas vespertinas.  

La Figura 23 evidencia un incremento notable en la magnitud del error y una mayor 

variabilidad espacial en horas de la tarde. Estas parcelas ubicadas en zonas de suelo 

arcilloso, caracterizadas por su elevada capacidad de retención de agua exhiben 

fuertes subestimaciones del contenido hídrico: el error llega hasta aproximadamente 

-25,81 vol.% en dichas áreas, indicando que el suelo contenía mucha más humedad 

de la estimada por el modelo durante la tarde. Este sesgo negativo sugiere que el 

método de muestreo manual in situ podría introducir una discrepancia sistemática 

en condiciones vespertinas. Al extraer las muestras con una pala, se rompe la capa 

superficial seca del suelo y se expone el estrato subsuperficial más húmedo, 

incorporando dicha humedad interna en la medición gravimétrica. Sin embargo, el 

radar de apertura sintética en banda C sólo es sensible a la humedad de la capa más 

somera (~5-10 cm de profundidad), por lo que no detecta eficazmente la humedad 

retenida en capas ligeramente más profundas dentro de estos suelos arcillosos. En 

consecuencia, durante la tarde el modelo basado en la señal SAR queda “ciego” ante 
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el agua que permanece bajo la superficie reseca, lo que explica que la humedad 

medida manualmente resulte mayor que la estimada por el radar. 

 

 

Figura 23. Error espacial de la humedad del suelo durante la gira del 28-03-2025. 

El contraste entre la muestra húmeda extraída y la señal microondas superficial 

provoca una sobreestimación aparente de la humedad en las mediciones de campo 

frente al valor modelado, especialmente bajo condiciones de suelo arcilloso seco en 

superficie. Este análisis concuerda con la dinámica diurna observada: por la mañana 

la distribución de humedad es más homogénea y el radar concuerda mejor con el 

muestreo, mientras que por la tarde la diferenciación entre la capa seca exterior por 

el sol intenso, las altas temperaturas y el interior húmedo del suelo arcilloso conlleva 

errores significativos en la estimación de humedad del modelo. 

6. CONCLUSIONES 

El presente estudio demostró la viabilidad del uso de datos SAR para estimar el 

contenido volumétrico de humedad del suelo en ambientes agrícolas desnudos de 

Guanacaste, a partir de la integración de mediciones in situ y observaciones satelitales 



63 
 

del sensor Sentinel-1. La metodología propuesta permitió calibrar modelos de 

retrodispersión física y semiempírica empleando variables edáficas obtenidas con alta 

precisión, tales como textura, densidad aparente, humedad volumétrica y rugosidad 

superficial, esta última derivada de nubes de puntos LiDAR para capturar las 

anisotropías generadas por las prácticas agrícolas locales. 

Los resultados obtenidos evidenciaron que el modelo físico IEM modificado por 

Baghdadi (IEM_B) presentó el mejor desempeño en la estimación de la humedad del 

suelo, R=0,74 y RMSE cercano al 8% respecto a las mediciones in situ. Por su parte, 

el modelo semiempírico Oh-2004 mostró un ajuste significativamente menor, con una 

correlación aproximada de 0,46 y un RMSE cercano al 12.5%. Este contraste confirma 

la mayor capacidad del modelo físico calibrado localmente para representar la 

interacción entre la señal radar y las características dieléctricas y geométricas del 

suelo, destacando la relevancia de incorporar parámetros medidos directamente como 

la rugosidad y la constante dieléctrica. 

El análisis espacial y temporal reveló variaciones significativas en el comportamiento 

de los modelos, especialmente entre mediciones realizadas en horas matutinas y 

vespertinas. Las observaciones de la tarde presentaron una mayor dispersión, 

asociada a cambios rápidos en la humedad superficial y a factores ambientales como 

la presencia de cenizas derivadas de quemas recientes. Estas variaciones reflejan la 

sensibilidad de los modelos SAR frente a las dinámicas diarias del suelo y evidencian 

la necesidad de considerar condiciones ambientales y de manejo agrícola en la 

aplicación operativa de este tipo de estimaciones. 

En conjunto, los resultados validan la aplicabilidad operativa del radar Sentinel-1 

para la estimación de humedad del suelo en Guanacaste y sientan las bases para su 

incorporación en sistemas de monitoreo agrícola de precisión, promoviendo una 

gestión hídrica más eficiente y sostenible bajo condiciones de alta variabilidad 

climática. 

7. RECOMENDACIONES 

Dado que el modelo físico IEM_B mostró una correlación significativa y un error 

cuadrático medio aceptable, se recomienda continuar con la calibración y validación 

de este modelo en diferentes condiciones de suelo y climáticas. Es esencial ajustar el 

modelo para abordar factores ambientales específicos, como cambios en la rugosidad 

superficial y condiciones alteradas del suelo, especialmente en suelos afectados por 

quemas recientes. 
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La integración de mediciones de rugosidad superficial mediante tecnología LiDAR ha 

demostrado ser efectiva. Se sugiere ampliar el uso de esta tecnología para capturar 

anisotropías superficiales en diferentes tipos de suelos y prácticas agrícolas. Esto 

permitirá una mejor caracterización de la rugosidad y, por ende, una mayor precisión 

en las estimaciones de humedad del suelo. 

Para mejorar la precisión y representatividad de las mediciones, se recomienda 

implementar un sistema de monitoreo continuo que combine datos satelitales con 

mediciones in situ. Esto permitirá capturar la variabilidad temporal y espacial de la 

humedad del suelo de manera más efectiva, lo cual no fue posible en este estudio por 

limitaciones presupuestarias. 

Se recomienda ampliar el uso de la base de datos desarrollada en PostgreSQL como 

plataforma central para integrar nuevas fuentes de información, incluyendo 

mediciones climáticas, variables de cobertura vegetal y datos de manejo agrícola. La 

incorporación de estas capas de información permitiría fortalecer la automatización 

de los procesos de estimación de humedad del suelo y optimizar la gestión hídrica en 

sistemas agrícolas, favoreciendo la toma de decisiones en tiempo real y el desarrollo 

de herramientas de monitoreo de precisión. 

Para validar la aplicabilidad de la metodología en diferentes contextos, se recomienda 

realizar estudios similares en otras regiones agrícolas de Costa Rica. Esto permitirá 

evaluar la robustez del modelo y su capacidad para adaptarse a diferentes condiciones 

edafoclimáticas. 
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9. ANEXOS 

Tabla A - 1. Resultados del cálculo de HRMS direccional. 

Archivo Modo Índice anisotropía  HRMS global (m) Ángulo detectado (º) HRMS paralelo (m) HRMS perpendicular (m) Fecha 

Finca1-R1.las Labrado 23,1 NaN -90 0,019 0,043 15/01/2025 

Finca3_R4.las Labrado 14,0 NaN 88 0,032 0,052 15/01/2025 

Finca3_R1.las Labrado 10,0 NaN 88,5 0,016 0,031 15/01/2025 

Finca3_R2.las Labrado 7,7 NaN -88 0,016 0,036 15/01/2025 

Finca3_R3.las Labrado 3,7 NaN 8,5 0,095 0,109 15/01/2025 

Finca4_R5.las No labrado 2,1 0,021 NaN NaN NaN 15/01/2025 

Finca4_R2.las No labrado 1,3 0,031 NaN NaN NaN 15/01/2025 

Finca4_R3.las No labrado 1,4 0,025 NaN NaN NaN 15/01/2025 

Finca4_R1.las No labrado 1,8 0,016 NaN NaN NaN 15/01/2025 

Finca4_R4.las No labrado 1,1 0,022 NaN NaN NaN 15/01/2025 

Finca5_R1.las No labrado 2,1 0,019 NaN NaN NaN 08/02/2025 

Finca5_R2.las No labrado 1,9 0,017 NaN NaN NaN 08/02/2025 

Finca5_R3.las No labrado 2,4 0,028 NaN NaN NaN 08/02/2025 

Finca5_R4.las No labrado 2,2 0,013 NaN NaN NaN 08/02/2025 

Finca5_R5.las No labrado 1,2 0,020 NaN NaN NaN 08/02/2025 

Finca6_R1.las No labrado 2,6 0,028 NaN NaN NaN 08/02/2025 

Finca6_R2.las Labrado 8,7 NaN 0 0,013 0,032 08/02/2025 

Finca6_R3.las Labrado 6,7 NaN 0 0,012 0,031 08/02/2025 

Finca6_R4.las Labrado 5,8 NaN 2,5 0,014 0,034 08/02/2025 

Finca6_R5.las Labrado 11,4 NaN 2,5 0,012 0,035 08/02/2025 

Finca7_R1.las Labrado 8,1 NaN 0 0,015 0,031 08/02/2025 

Finca7_R2.las Labrado 7,4 NaN 2 0,012 0,031 08/02/2025 

Finca7_R3.las No labrado 1,1 0,017 NaN NaN NaN 08/02/2025 

Finca7_R4.las No labrado 2,1 0,013 NaN NaN NaN 08/02/2025 
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Archivo Modo Índice anisotropía  HRMS global (m) Ángulo detectado (º) HRMS paralelo (m) HRMS perpendicular (m) Fecha 

Finca7_R5.las No labrado 1,9 0,013 NaN NaN NaN 08/02/2025 

Finca8_R1.las No labrado 2,6 0,014 NaN NaN NaN 08/02/2025 

Finca8_R2.las No labrado 2,3 0,028 NaN NaN NaN 08/02/2025 

Finca8_R3.las No labrado 1,7 0,013 NaN NaN NaN 08/02/2025 

Finca8_R4.las No labrado 1,8 0,012 NaN NaN NaN 08/02/2025 

Finca8_R5.las No labrado 2,7 0,013 NaN NaN NaN 08/02/2025 

Finca9_R1.las No labrado 1,1 0,019 NaN NaN NaN 08/02/2025 

Finca9_R2.las No labrado 1,2 0,024 NaN NaN NaN 08/02/2025 

Finca9_R3.las No labrado 1,3 0,022 NaN NaN NaN 08/02/2025 

Finca9_R4.las No labrado 2,6 0,017 NaN NaN NaN 08/02/2025 

Finca9_R5.las No labrado 1,4 0,019 NaN NaN NaN 08/02/2025 

Finca9_R6.las No labrado 1,6 0,019 NaN NaN NaN 08/02/2025 

Finca10_R1.las No labrado 1,5 0,017 NaN NaN NaN 04/03/2025 

Finca10_R2.las No labrado 2,5 0,012 0 NaN NaN 04/03/2025 

Finca10_R3.las No labrado 2,7 0,010 0 NaN NaN 04/03/2025 

Finca10_R4.las No labrado 2,0 0,011 NaN NaN NaN 04/03/2025 

Finca10_R5.las No labrado 1,3 0,012 NaN NaN NaN 04/03/2025 

Finca11-R1.las No labrado 1,8 0,014 NaN NaN NaN 04/03/2025 

Finca11_R2.las No labrado 1,8 0,044 NaN NaN NaN 04/03/2025 

Finca11_R3.las Labrado 2,3 0,010 0 NaN NaN 04/03/2025 

Finca11_R4.las No labrado 2,1 0,025 NaN NaN NaN 04/03/2025 

Finca12_R2.las Labrado 24,1 NaN -2 0,012 0,075 04/03/2025 

Finca12_R3.las Labrado 14,3 NaN 87 0,012 0,075 04/03/2025 

Finca12_R4.las No labrado 1,7 0,017 NaN NaN NaN 04/03/2025 

Finca12_R5.las No labrado 2,5 0,019 NaN NaN NaN 04/03/2025 

Finca13_R1.las No labrado 1,2 0,029 NaN NaN NaN 04/03/2025 

Finca13_R2.las No labrado 1,8 0,013 NaN NaN NaN 04/03/2025 

Finca13_R3.las No labrado 1,5 0,008 NaN NaN NaN 04/03/2025 
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Archivo Modo Índice anisotropía  HRMS global (m) Ángulo detectado (º) HRMS paralelo (m) HRMS perpendicular (m) Fecha 

Finca13_R4.las No labrado 1,6 0,017 NaN NaN NaN 04/03/2025 

Finca11_R5.las Labrado 30,2 NaN 0 0,013 0,075 04/03/2025 

Finca12_R1.las Labrado 34,8 NaN -2,5 0,011 0,076 04/03/2025 

Finca14_R1.las Labrado 11,1 NaN 0,5 0,018 0,079 04/03/2025 

Finca15_R1.las Labrado 15,5 NaN 0 0,015 0,073 28/03/2025 

Finca15_R2.las Labrado 8,7 NaN 0 0,012 0,075 28/03/2025 

Finca15_R3.las Labrado 22,2 NaN -3 0,015 0,075 28/03/2025 

Finca15_R4.las Labrado 23,3 NaN 0 0,013 0,075 28/03/2025 

Finca15_R5.las Labrado 42,0 NaN 0 0,015 0,079 28/03/2025 

Finca16_R1.las Labrado 18,3 NaN 0 0,013 0,075 28/03/2025 

Finca17_R1.las No labrado 1,8 0,023 NaN NaN NaN 09/04/2025 

Finca17_R2.las No labrado 1,7 0,019 NaN NaN NaN 09/04/2025 

Finca17_R3.las No labrado 2,1 0,021 NaN NaN NaN 09/04/2025 

Finca17_R4.las No labrado 1,7 0,019 NaN NaN NaN 09/04/2025 

Finca17_R5.las No labrado 1,7 0,028 NaN NaN NaN 09/04/2025 

Finca18_R1.las No labrado 1,9 0,022 NaN NaN NaN 09/04/2025 

Finca18_R2.las No labrado 2,2 0,022 NaN NaN NaN 09/04/2025 

Finca18_R5.las Labrado 16,8 NaN 83 0,015 0,080 09/04/2025 

Finca18_R4.las Labrado 14,4 NaN -6 0,015 0,079 09/04/2025 

Finca19_R1.las Labrado 20,0 NaN 87,5 0,017 0,080 09/04/2025 

Finca19_R2.las Labrado 18,5 NaN 87 0,016 0,080 09/04/2025 

Finca19_R3.las Labrado 19,9 NaN 84 0,020 0,080 09/04/2025 

Finca19_R4.las Labrado 16,9 NaN -90 0,015 0,078 09/04/2025 

Finca19_R5.las Labrado 28,5 NaN 2 0,014 0,077 09/04/2025 

Finca20_R1.las Labrado 12,1 NaN 0 0,017 0,077 09/04/2025 

Finca20_R2.las Labrado 12,0 NaN 0 0,016 0,076 09/04/2025 

Finca20_R3.las Labrado 10,4 NaN -2 0,023 0,081 09/04/2025 

Finca20_R4.las Labrado 7,1 NaN -2 0,027 0,078 09/04/2025 
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Archivo Modo Índice anisotropía  HRMS global (m) Ángulo detectado (º) HRMS paralelo (m) HRMS perpendicular (m) Fecha 

Finca18_R3.las Labrado 29,3 NaN -4 0,014 0,077 09/04/2025 
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Figura A - 1. Mapa de contenido de humedad volumétrica modelado para las mediciones matutinas. 
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Figura A - 2. Mapa de contenido de humedad volumétrica observado para las mediciones matutinas. 
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Figura A - 3 . Mapa de contenido de humedad volumétrica modelado para las mediciones vespertinas. 
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Figura A - 4. Mapa de contenido de humedad volumétrica observado para las mediciones vespertinas. 


